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Capitolul 1

Probleme de optimizare combinatorie:
Teoria Grafurilor

1.1 Introducere
Teoria grafurilor s-a dezvoltat pornind de la probleme practice:

e Problema podurilor din Kénigsberg: putem gasi un traseu care trece o singura data pe fiecare
dintre cele sapte poduri care unesc cele cinci zone ale orasului Koénigsberg? Problema revine la a
gasi un lant eulerian intr-un graf si a fost rezolvata de L. Euler in 1736.

e Problema retelei de transport: cum putem construi o retea de drumuri avand lungimea minima
care sa uneasca n orase date. Problema este echivalenta cu gasirea arborelui acoperitor minimal.
A fost rezolvata prin gasirea unor algoritmi eficienti (cu un numar de operatii de ordinul O(n?) sau
mai mic): algoritmele Kruskal si Prim.

e Problema drumului minim: data o multime de localitati, care este drumul de lungime minima
intre doua localitati? Vom vedea ca exista, de asemenea, algoritmi eficienti (Dijkstra).

e Problema comis voiajorului (Travelling Salesman Problem): exista un traseu de lungime
minima care trece o singura data prin fiecare dintre n orase date si se intoarce la orasul initial?
Aceasta este echivalenta cu gasirea ciclului hamiltonian de lungime minima. Este cea mai grea
problema, necunoscandu-se un algoritm in timp polinomial. Dintre algoritmii in timp exponential
O(n?2™), mentionam pe cele care folosesc programare dinamica sau programare liniara cu intregi.
Chiar si problema gasirii unui ciclu hamiltonian (nu neaparat de lungime minima) este dificila.

e Problema rucsacului (knapsack problem): Consideram un set de n obiecte, fiecare fiind carac-
terizat de o dimensiune d si de o valoare v, si un rucsac de capacitate C. Sa se selecteze un subset
de obiecte astfel incat dimensiunea totala a obiectelor selectate sa fie mai mica decat C' iar valoarea
totala a obiectelor selectate sa fie maxima. Aceasta nu este neaparat o problema de grafuri, dar
este ca si problema anterioara una de optimizare combinatoriala. Ea poate fi abordata prin tehnica
programarii dinamice pe care o vom vedea si la grafuri.

1.2 Notiuni si rezultate de baza

DEFINITIE 1.2.1. Un graf este o pereche de multimi G = (V, E), unde V = {v1,...,v,} este multimea de
varfuri (noduri) iar E = {e1,...,em} CV XV este multimea de laturi (muchii, arce) ale grafului. Un graf
este orientat (digraph) daca fiecare latura e; = (viy,vi,) are atribuita o directie (v;, este originea iar
v;, este finalul), adica se face distinctie intre perechea (vi,,viy) si (viy, Vi, ), pentru i; # ia. Un graf este

7
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simplu daca nu are bucle ("self-loop”, laturi de forma (vi,v;)) si laturi multiple (e; # ej daca i # j). Un
graf este ponderat dacd fiecare latura e are atribuit un numar strict pozitiv w(e), ponderea (lungimea,
distanta) laturii.

Exemple:
(i) V={{1,2,3,4,5,6}, £ ={(1,2),(1,3),(4,5),(3,5) };
(i) V={A,B,C}, E={(A,B),(B,C),(C,A)}.

Daca (x,y) este o latura a unui grafic, spunem ca (z,y) uneste sau conecteaza varfurile z si y si ca
x si y sunt adiacente unul altuia. Latura (x,y) este incidenta cu fiecare dintre varfurile x si y si fiecare
dintre x si y este incident cu (x,y). Doua laturi incidente la acelasi varf sunt numite laturi adiacente.
Un varf care nu este incident cu nicio latura este izolat.

Exemple:
(i) In exemplul (i) de mai sus 6 este varf izolat iar laturile (1,2) si (1,3) sunt adiacente;

(ii) In exemplul (ii) de mai sus nu avem varfuri izolate si fiecare latura este adiacenta altor doua laturi.

Laturile unui graf neorientat sunt nedirectionate: adica orice impresie pe care o poate da notatia
(z,y) a unei laturi “care merge de la x spre y” este neintentionata. De fapt, pentru un graf neorientat

(z,y) = (y, o).

DEFINITIE 1.2.2. Gradul unui varf dintr-un graf este numarul laturilor care contin varful respectiv. Un
varf cu gradul zero este izolat. Un varf frunza (terminal) este un varf cu gradul unu.

Exemple:

(i) In exemplul (i) de mai sus 1 are gradul 2 iar 4 are gradul 1;

(ii) In exemplul (ii) de mai sus fiecare varf are gradul 2.

Un graf simplu G = (V, E) cu n varfuri se poate reprezenta printr-o matrice A = (as5)1<i j<n (matrice
de incidenta), astfel

1 daca exista o latura care uneste varfurile v; si v;
i = )
d 0 in caz contrar.

Un graf G = (V, E) simplu ponderat cu n varfuri se poate reprezenta printr-o matrice W = (w;;)1<i j<n,
astfel

w(e) daca exista o latura e care uneste varfurile v; si v;
Wi = .
*J Inf in caz contrar.

DEFINITIE 1.2.3. Un graf G' = (V', E’) este un subgraf al unui graf G = (V, E) daca:
V'CcVv, E CE.

Sa observam ca, din conditia ca G' sa fie un graf, avem ca E' C V' x V'. Se foloseste notatia G' C G
pentru a arata ca G' este un subgraf al lui G. Un subgraf care contine toate varfurile unui graf (dar nu
neaparat toate laturile) se numeste subgraf de acoperire (spanning subgraph).

Un subgraf este un graf continut intr-un alt graf. Deoarece fiecare multime este o submultime a ei
insasi, fiecare graf este un subgraf al sau. Intuitiv, un subgraf este rezultatul stergerii unei parti a unui
graf cu o guma, cu doua mentiuni: puteti sa nu stergeti nimic (deoarece fiecare graf este un subgraf in
sine) si desi puteti sterge oricate laturi doriti, nu trebuie sa stergeti un varf fara a sterge si toate muchiile
incidente cu acesta, altfel rezultatul nu va fi un graf.
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S
Figura 1.1: Exemplu de diferite lanturi cu originea S si finalul T.

DEFINITIE 1.2.4. Un graf G = (V, E) este complet daca este simplu si E contine toate laturile posibile.
Un graf complet are C2 = @ laturi.

DEFINITIE 1.2.5. Unlant (walk) intr-un graf G = (V, E) este un sir nevid ordonat de varfuri Ay, Aa, ..., Ay,
nu neaparal distincte, in care A1 este unit printr-o muchie de Ao, Ag este unit prinir-o muchie de As, ...
st Ap—1 este unit printr-o muchie de A,. Se spune ca lantul Ay, As, ..., A, uneste Ay cu A,. Originea
unui lant este primul sau varf iar finalul este ultimul sau varf (mai spunem ca avem un lant de la varful
origine la varful final). Un lant inchis este un lant ale carwi varfuri origine si final coincid. In caz contrar,
se numeste deschis. Se spune ca un graf este conex daca fiecare pereche de varfuri este unita printr-un
lant.

DEFINITIE 1.2.6. Un lant este simplu (trail) daca nu are laturi care se repeta. Un lant este elementar
(path) daca nu are varfuri care se repeta. Un lant inchis in care originea si varfurile intermediare sunt
diferite se numeste ciclu. Un graf fara cicluri se numeste aciclic. Un graf conex aciclic se numeste
arbore.

OBSERVATIE 1.2.1. Orice lant elementar este simplu. Lanturile sunt subgrafuri. Uneori folosim notiunile
de lant sau ciclu pentru a desemna chiar grafuri.

PROPRIETATE 1.2.1. Intr-un graf simplu suma gradelor tuturor varfurilor este egald cu dublul numarului
laturilor iar numarul varfurilor de grad impar este par.

Demonstratie. Fiecare laturid contribuie cu cite un grad la cele doud varfuri pe care le unegte. Rezulti ci
de doud ori numarul laturilor este egal cu suma gradelor. Cum suma tuturor gradelor este un numar par,

trebuie sa avem un numdar par de varfuri de grad impar.
O]

DEFINITIE 1.2.7. Fiind dat un graf G = (V, E) cun varfuri {vy,...,v,}, matricea lanturilor este o matrice
D = (dij)i<ij<n € My, definita astfel

g — 1 daca exista un lant care uneste varfurile v; si v;
Y 0 in caz contrar.

Algoritmul lui Roy-Warshall permite determinarea matricii lanturilor pornind de la matricea de
adiacenta a unui graf:

Fie A = (aij)i<ij<n matricea de adiacenta a grafului G = (V,E). Pentru a determina matricea
lanturilor D, matricii A ii aplicam un sir de n transformari Ty, k = 1,...,n, calculand A := Ty (A):

e Etapa k. Pentru i # k si j # k elementele a;; se inlocuiesc cu
max (a;;, min(a;g, akj)) .

Daca ¢ = k sau j = k elementele a;; raman neschimbate.
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Figura 1.2: Exemplu.

e La sfarsitul algoritmului matricea obtinuta 7;,(A) este tocmai matricea lanturilor.

Remarcam ca elementele a;; = 1 (pentru ¢ # k si j # k) raman invariante la o transformare 7}, iar
elementele a;; = 0 (pentru i # k si j # k) devin min(a, arj). Altfel spus, i etapa k se inlocuiesc toate
elementele 0 care nu se gasesc pe linia sau coloana k prin 1 daca ambele lor proiectii pe linia si coloana k
sunt egale cu 1.

Exemplu: Utilizand algoritmul lui Roy-Warshall, sa se determine matricea lanturilor pentru graful din

Figura 1.2}
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1.3 Lanturi euleriene

Problema celor sapte poduri din Konigsberg este o problemd de matematicd de importantd istorica.
Orasul Konigsberg din Prusia (astdzi, Kaliningrad, Rusia) se intindea pe ambele maluri ale raului Pregel,
cuprinzand si doud insule mari legate una de cealaltd, si cu diverse alte parti ale orasului, prin sapte
poduri. Problema era de a gasi un drum prin oras, care sa traverseze fiecare dintre aceste poduri o daté si
numai o data. Pentru a enunta fara echivoc cerinta logicd a problemei, solutiile care implicé fie ajungerea
pe o insuld sau intr-o parte de oras altfel decit trecand podurile sau accesarea oricarui pod fira a-1 traversa
pana la celalalt capat sunt in mod explicit inacceptabile.

Leonhard Euler a aratat in 1736 cd nu exista solutie pentru aceasta problema, punand bazele teoriei
grafurilor si prefigurand ideea de topologie. De ce s-ar preocupa Euler de o problema atat de nelegata
de domeniul matematicii? De ce un matematician atat de mare ar petrece mult timp cu o problem&
banald precum problema podurilor din Kénigsberg? Euler a fost evident un om ocupat, publicind peste
500 de carti si lucrari in timpul vietii sale. Numai in 1775, a scris in medie o lucrare de matematicd pe
saptamana, iar in timpul vietii a scris pe o mare varietate de subiecte, in afard de matematics, inclusiv
mecanicd, opticd, astronomie, navigatie si hidrodinamica. Nu este surprinzator ca Euler a simtit la inceput
ci aceastd problemi este banald, afirméand intr-o scrisoare din 1736 citre Carl Leonhard Gottlieb Ehler,
primarul orasului Danzig, care i-a cerut o solutie la problema:

.. . Astfel, vedeti, nobil domnule, cum acest tip de solutie nu are nicio legdturd cu matematica $i nu
inteleg de ce vad asteptati ca un matematician sd o producd, mai degrabd decdt oricine altcineva, deoarece
solulia se bazeazd numai pe raliune si pe descoperirea soluiei nu depinde de niciun principiu matematic.
Din aceastd cauzd, nu stiu de ce chiar si intrebarile care au atdt de putind legdturd cu matematica sunt
rezolvate mai repede de matematicient decdt de altis.
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Chiar dacd Euler a gésit problema banala, el a fost totusi intrigat de ea. Intr-o scrisoare scrisa in
acelasi an lui Giovanni Marinoni, un matematician si inginer italian, Fuler a spus:

.. . Aceastd intrebare este atdt de banald, dar mi s-a parut demnda de atentie deoarece [nici] geometria,
nict algebra, nict mdcar arta numdrdrii nu au fost suficiente pentru a o rezolva.

Euler credea ci aceasta problema era legatd de un subiect pe care Gottfried Wilhelm Leibniz l-a
discutat odata si la care dorea si lucreze, ceva la care Leibniz se referea ca geometria situs, sau geometria
pozitiei. Aceasti asa-numitd geometrie a pozitiei este ceea ce se numeste acum teoria grafurilor, pe care
Euler o introduce si o foloseste in timp ce rezolvd aceastd celebrd problemd. Dificultatea cu care s-a
confruntat a fost si dezvolte de o tehnicid adecvatd de analizd care si demonstreze aceastd afirmatie cu
rigoare matematicd. In istoria matematicii, solutia lui Euler a problemei podurilor din Kénigsberg este
considerati a fi prima teoremd din teoria grafurilor si prima demonstratie adeviiraté in teoria retelelor, un
domeniu considerat astdzi, in general, o ramuré a combinatoricii.

DEFINITIE 1.3.1. Un lant care confine fiecare laturd a unui graf o singurd datd se numeste lant eulerian
(poate contine varfuri care se repeta). Un lant eulerian inchis se numegte tur eulerian. Un graf se
numeste eulerian daca are un tur eulerian ca subgraf.

THEOREM 1.3.1. Un graf conex este eulerian daca si numai daca fiecare dintre varfurile sale are grad par
(mai mare sau egal cu doi).

Demonstratie. Daca un graf este eulerian si avem o latura care are ca final un varf, atunci o latura diferita
va avea acel varf ca origine. Deci orice varf are grad par.
Reciproc, presupunem ca avem un graf G in care toate varfurile sunt de grad par, dar el nu este
eulerian. Fie
T = V1,02,...,Vk

un lant simplu (nu are laturi care se repeta) in G pe care il presupunem de lungime maxima. Cum orice
varf in G are grad par mai mare sau egal decat 2, rezulta ca T este inchis, deci v; = vj,. Intr-adevir, cum
T nu mai poate fi extins, toate laturile grafului G care-l contin pe vy sunt in 7' iar acestea sunt in numér
par. Rezultd cd v = v1, altfel ultima laturd (vg_1,vx) care intrd in v nu mai are pereche ceea ce ar face
ca numdarul de laturi adiacente la v s fie impar.

Cum am presupus ca G nu este eulerian, exista laturi ale lui G care nu sunt in 7. Graful G fiind conex,
exista cel putin un varf v; care apartine lui 7" si o latura (v;, u) neapartinand lui 7. Astfel, obtinem un
nou lant

T/ = Uy VjyVi+1y+++3VkyV1y.v.y,Vi—1,0;

care are o lungime strict mai mare decat cea a lui T. Am obtinut o contradictie cu presupunerea ca T
este un lant de lungime maxima si demonstratia se incheie. O

THEOREM 1.3.2. Un graf conex are un lani eulerian deschis dacd $i numai dacd are exact doud vdrfuri
impare. (Un varf este “impar” daca gradul sau este un numar impar).

Demonstratie.

“=" Daca un graf conex are un lant eulerian deschis, atunci are exact doud varfuri impare.

Fie G un graf conex cu un lant, eulerian deschis care incepe cu varful A gi se termini cu varful B.
Adaugati un nou varf Z si doua muchii (A, Z) si (B, Z). Rezultatul este un graf H pentru care G
este un subgraf. Luati drumul euler deschis A... B din G, adaugati-i drumul BZA al lui H gi avem
un lant eulerian inchis A... BZA in H. Prin teorema anterioari toate varfurile lui H sunt pare,
deci G trebuie si fi avut exact doud varfuri impare A si B.
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Eulerian

Not Eulerian

“«<"” Daca un graf conex are exact doud varfuri impare, atunci are un lant eulerian deschis.

Fie G un graf conex cu exact dou# varfuri impare A gi B. Formati un nou graf H din G, adaugand
un nou varf Z gi doud noi muchii (A4, 7) si (B, Z). Atunci H este un graf conex cu toate varfurile
pare, deci, dupid Teorema H are un lant, eulerian inchis care incepe si se termina cu varful Z.
Deoarece Z este adiacent doar cu A gi B, acest lant, eulerian inchis trebuie s arate astfel: ZA... BZ.
Dacé elimindm varful Z, rezultatul este A... B, care trebuie sa fie un lant eulerian deschis in G.
Aceasta completeazi demonstratia teoremei.

O

COROLAR 1.3.1. Dacd un graf conex are un lant eulerian deschis, atunci lantul trebuie sa inceapd intr-unul
dintre varfurile impare si sd se termine cu celdlalt.

Demonstratie. Demonstratia este cuprinsa in cea a Teoremei anterioare. ]

Problema lanturilor euleriene este acum complet rezolvatd. Numdrul de varfuri impare dintr-un graf
trebuie sa fie par prin Proprietatea [1.2.1] Daca acel numaéar par este 0, graficul are un tur eulerian; daca
este 2, graficul are un tur eulerian deschis; iar daca este 4 sau mai mare graficul nu are tur eulerian.

OBSERVATIE 1.3.1. In cartea sa interesantd “Mathematics: the Man-Made Universe”, Sherman K. Stein se
referda la problema lanfului eulerian drept “problema inspectorului de autostradd”. Un sistem de autostrdzi
poate fi privit ca un graf in care intersectiile sunt vdrfurile. Pentru a-st face treaba corect, un inspector
de autostradd are nevote de un traseu care sd-l conducd prin fiecare segment de autostradd din sistem.
Dar pentru a nu pierde timpul, si-ar dori ca traseul sd nu repete niciun tronson. Pe scurt, inspectorul de
autostradd cautd un lant eulererian.

Pentru a gasi un lant eulerian exista multi algoritmi. In cele ce urmeaza mentionam doi dintre cei mai
vechi.

(i) Algoritmul lui Fleury este un algoritm elegant, dar ineficient, care dateaza din 1883.

e Se da un graf conex cu cel mult doua noduri de grad impar. Algoritmul porneste de la un nod
de grad impar, sau, dacd graful nu are niciunul, incepe cu un nod arbitrar ales. La fiecare pas
se alege urmatoarea muchie din lant ca fiind una incidenta la nodul ales si a cérei stergere nu
ar face graful si isi piarda conexitatea. Dacd nu existd nicio astfel de muchie, se alege o muchie
arbitrard incidentd la nodul curent. Apoi se trece la celalalt capat al muchiei nou alese, iar
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muchia aleasd anterior se sterge. La sfarsitul algoritmului nu mai existd muchii, si secventa in
care au fost alese muchiile formeazi un tur eulerian dacad graful nu are noduri de grad impar,
sau un lant eulerian, dacd existd exact doud noduri de grad impar.

Ideea algoritmului este de a “nu arde punti”, astfel incat sd putem reveni la un varf si sa parcurgem
muchiile rimase. O punte este o muchie care, dacd este eliminati din graf, face ca acesta sd nu mai
fie conex. In timp ce parcurgerea grafului in algoritmul lui Fleury este in timp liniar in raport cu
numarul de muchii, adicd O(|E|) (|F| este numarul de muchii din graf), trebuie luatd in calcul si
complexitatea detectarii de punti.

Primul algoritm de timp liniar, adicd O(|E|), pentru gasirea puntilor intr-un grafic a fost descris de
Robert Tarjan in 1974. Impreuna cu algoritmul de detectie a puntilor al lui Tarjan, care trebuie
rulat dupa stergerea fiecarei muchii, algoritmul lui Fleury va avea o complexitate in timp O (]E |2)
Un algoritm dinamic de detectie a puntilor al lui Mikkel Thorup (2000) permite ca acest timp si fie
imbunitatit pana la O (|E|(log |E|)?log log |E|) dar chiar si acesta este semnificativ mai lent decat
algoritmii alternativi.

Articolul postum al lui Carl Hierholzer din 1873 oferd o metoda pentru a gasi lanturi euleriene, mult
mai eficientd decat algoritmul lui Fleury. Ideea de bazi a algoritmului lui Hierholzer este constructia
unui lant din ce in ce mai lung, prin conectarea unor lanturi disjuncte.
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e Se alege orice nod daca graful nu are noduri de grad impar sau unul din cele doud noduri de
grad impar. Fie acesta A. Se urmeazi lantul muchiilor de la acel nod pani la revenirea la A
sau pand la ajungerea la celdlalt nod impar. Nu se poate ajunge la blocaj la alt nod decat
A sau celdlalt nod impar, deoarece toate nodurile rdmase au grad par si atunci cdnd traseul
intrd in alt nod B trebuie sd existe o muchie neutilizata care pleacd din B. Lantul astfel format
poate sd nu acopere toate muchiile grafului initial. Daci existd un nod C, care apartine lantului
actual, dar care are muchii adiacente care nu fac parte din lant, se incepe un alt traseu de la C'
si se urmeazi muchiile neutilizate pana la revenirea la C' sau pana la ajungerea la celidlalt nod
impar. Lantul nou format se ataseazi la cel anterior.

Folosind structuri de date cum ar fi listele dublu inldntuite pentru multimea muchiilor neutilizate
incidente la fiecare nod, pentru nodurile de pe actualul lant cu muchii neutilizate, si pentru a retine
lantul in sine, operatiunile individuale ale algoritmului (gasirea de muchii neutilizate care ies din
fiecare nod, gésirea unui nou nod initial pentru un lant, si conectarea a doud lanturi care au un nod
in comun) pot fi efectuate fiecare in timp constant, deci in general algoritmul are timp liniar, O(|E|).

1.4 Aplicatii moderne ale teoriei grafurilor euleriene

Grafurile euleriene, introduse de Leonhard Euler in 1736 prin celebra problema a podurilor din Kénigsberg,
au evoluat de la o curiozitate matematicé la un instrument fundamental in multiple domenii contemporane.
Acest document sintetizeaza aplicatiile moderne ale acestor grafuri, de la logistica si robotica pana la
bioinformatica si securitate ciberneticd. Reamintin ci un graf eulerian este un graf care contine un
ciclu eulerian, adica un ciclu care parcurge fiecare muchie a grafului exact o datd. Conditia clasica
(Euler, 1736) pentru grafuri conexe este ca toate varfurile si aiba grad par. In era digitald, aceasti
notiune a capatat aplicatii practice surprinzatoare si diverse.

(i) Aplicatii in logistica si retele

1.1 Optimizarea rutelor de colectare

e Colectarea deseurilor: Problema "gunoierului chinezesc" minimizeazad distanta de par-
curs pentru a acoperi toate strazile unei zone.

e Curidtenia stradala: Vehiculele echipate cu senzori parcurg strazile intr-un ciclu eulerian
pentru eficientd maxima.

1.2 Inspectia retelelor fizice

e Retele de utilititi (gaze, api, electricitate): Utilizarea senzorilor mobil pentru verificarea
tuturor conductelor.

e Fibre optice: Parcurgerea tuturor legaturilor pentru testarea integrititii retelei.
(ii) Bioinformatica si geneticd

2.1 Asamblarea genomului Metodele moderne de secventiere a ADN-ului folosesc grafuri de
De Bruijn, unde ciile euleriene reconstituis secventele genetice.

Fragmente ADN — Graf de De Bruijn — Ciclu eulerian — Genom asamblat

2.2 Retele metabolice Identificarea ciilor biochimice care parcurg toate reactiile enzimatice o
singurid datd, pentru modelarea fluxurilor metabolice.

(iii) Proiectarea circuitelor electronice
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3.1 Testarea plicilor de circuit imprimat (PCB) O sondi automati parcurge toate conexiu-
nile (trace-urile) pentru a detecta defecte. Problema se reduce la gisirea unui ciclu eulerian in
graful conexiunilor.

3.2 Gaurirea automata (CNC drilling) Masinile CNC optimizeaza traseul pentru a gauri toate
punctele necesare pe o placd, minimizand timpul de productie.

(iv) Inteligenta artificiald si robotica

4.1 Coverage Path Planning (CPP)

¢ Roboti de curitenie (Roomba): Acoperirea completd a unei suprafete fard suprapuneri
inutile.
¢ Roboti agricoli: Inspectia culturilor prin parcurgerea tuturor randurilor.

4.2 Generarea de labirinturi si puzzle-uri Jocuri video precum "Line Rider” sau "Flow Free”
folosesc algoritmi eulerieni pentru a crea nivele cu solutii unice.

(v) Securitate cibernetica

5.1 Auditul retelelor
e Parcurgerea tuturor conexiunilor dintre noduri pentru a detecta vulnerabilitati.
e Simularea atacurilor "penetration testing" pe toate rutele posibile.

5.2 Analiza fluxurilor de date Identificarea traseelor care acoperd toate legiturile unei retele
pentru monitorizarea traficului.

(vi) Cercetare matematicd si computationald

6.1 Algoritmi paraleli pentru grafuri masive

e Gasirea ciclurilor euleriene in grafuri cu milioane de noduri (Big Data).

e Implementari in biblioteci ca NetworkX (Python) si Boost Graph Library (C-++).
6.2 Grafuri temporale Cicluri euleriene in grafuri unde muchiile sunt disponibile doar in anumite

intervale de timp (aplicatii in transport).

6.3 Probleme deschise

e Ciclul eulerian cu cost minim: Variantd NP-hard in anumite cazuri.

e Grafuri euleriene in grafuri aleatoare: Studii probabilistice.

(vii) Aplicatii neconventionale

7.1 Arta generativa
e Desen unicursal: Crearea de imagini cu o singurd linie continua folosind algoritmi eule-
rieni.
e Fonturi pentru plottere: Design de litere care pot fi desenate fara ridicarea creionului.
7.2 Optimizarea transportului urban
e Planificarea liniilor de autobuz care acopera toate strazile unui cartier.
e Sisteme de bike-sharing: Redistribuirea bicicletelor pe statii.

In concluzie, grafurile euleriene nu sunt doar o relicvd a matematicii secolului al XVIII-lea, ci un
instrument vibrant cu aplicatii in: Logistica si robotica, Bioinformaticd, Electronica, Inteligenta artificiala,
Securitate ciberneticd, etc. Viitorul aduce provociri noi, precum grafuri dinamice, constrangeri de timp
real si integrarea cu invdtarea automata.
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1.5 Problema Postasului Chinez

Problema Postasului (Gunoierului) Chinez (Chinese Postman Problem, CPP) a fost formulata in 1962 de
matematicianul chinez Mei-Ko Kwan (Meigu Guan) in articolul siu seminal “Graphic programming using
odd or even points”. Denumirea a fost datd de comunitatea internationald, recunoscand originea chineza
a problemei. Este o problema clasicd de optimizare in teoria grafurilor, care constd in determinarea unui
drum inchis de cost minim ce parcurge fiecare muchie a unui graf cel putin o datd. Problema are aplicatii in
logistica, proiectarea retelelor, roboti mobili si planificarea rutelor. CPP poate fi privita ca o generalizare a
problemei circuitelor euleriene, in care se permite repetarea muchiilor, dar se doreste minimizarea costului
total.

1.5.1 Enuntul problemei

DEFINITIE 1.5.1 (Problema Problema Postasului Chinez). Fie G = (V, E) un graf neorientat conez, unde
fiecare muchie e € E are asociat un cost w(e) > 0. Se cere sd se gaseascd un ciclu tnchis (drum care
incepe si se termind in acelasi varf) care:

(i) Parcurge fiecare muchie din E cel putin o datd.
(ii) Are costul total minim (suma costurilor muchiilor parcurse).

Pot aparea doua cazuri:

e Graful este eulerian. Stim ca, in acest caz, toate varfurile din G au grad par si

— Exista un ciclu eulerian care parcurge fiecare muchie exact o data.
— Acesta este automat solutia optimai.

— Costul total este suma costurilor tuturor muchiilor.

e Graful este ne-eulerian. Cum in acest caz nu existd un ciclu care parcurge fiecare muchie a
grafului exact o data, este nevoie ca anumite laturi sa fie parcurse de mai multe ori. Trebuie sa
duplicdm anumite muchii pentru a obtine un graf eulerian, cu cost minim de duplicare.

CPP poate fi formulata ca o problema de optimizare intreagd (combinatoricd). Pentru fiecare muchie
e € I/, definim variabila

Te € Zzl,

care reprezintd numarul de parcurgeri ale muchiei e. Problema devine:

min Z w(e) x,

eck
sub rezerva Z e =0 (mod?2), YvevV,
e€d(v)
Te>1, VeelkE,
r. €7, VeeE.

Aici, §(v) denotd multimea muchiilor incidente varfului v. Conditiile de paritate asigura faptul ca graful
rezultat are doar varfuri de grad par si, prin urmare, admite un circuit eulerian.
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1.5.2 Cazul neeulerian: tratament detaliat

Presupunem ci graful G nu este eulerian. Conform teoriei grafurilor euleriene, existenta unui circuit
eulerian este posibild dacd si numai daci toate varfurile au grad par. Prin urmare, in cazul neeulerian
existd varfuri cu grad impar. Definim multimea varfurilor de grad impar:

O = {v € V| deg(v) este impar}.

Numarul de elemente din O este intotdeauna par.

1.5.3 Idee de bazi (I): corectarea parititii

In CPP nu este permisi eliminarea muchiilor, c¢i doar repetarea lor. O primi idee de bazi este de a
repeta muchii, astfel ca graful nou obtinut (un multigraf) si fie eulerian , adictoate varfurile
sd aiba grad par.

Pentru a vedea cum trebuie facuts aceastd duplicare, tinem cont ci:

e Efectul duplicirii unei muchii asupra gradelor. A duplica o muchie inseamna ci vom parcurge
acea muchie de doud ori in traseul final. Din punctul de vedere al gradelor, duplicarea unei muchii
(u,v) are urmatorul efect:

deg(u) < deg(u) +1, deg(v) + deg(v) + 1.
Fiecare nod implicat isi creste gradul cu o unitate.

¢ Duplicim un numéir impar de muchii din fiecare varf de grad impar. Acest lucru este
necesar pentru a schimba paritatea fiecarui astfel de varf. Totusi acest lucru trebuie ficut cu grija.
Intr-adevir, si presupunem ci incercam si ,reparam” un nod impar v prin simpla duplicare a unei
muchii incidente cu el (v, w):

— o 1si creste gradul cu 1 si devine par (dacd era impar) — acesta este un efect pozitiv.

— w isi creste si el gradul cu 1. Aici apar problemele:

* Dacd w era par, devine impar — efect negativ.

*x Daca w era impar, devine par — efect pozitiv.

Asadar, nu putem repara un nod impar fira a afecta un alt nod. Orice actiune locald asupra
unui nod impar are efecte laterale asupra altui nod. Dacad am incerca sa reparam toate nodurile
impare independent, am intra intr-un joc nesfarsit de a crea si repara noduri impare, fard a ajunge
la o solutie.

e Solutia: imperecherea nodurilor impare. Din fericire, teorema strangerii de mana ne spune
cd numarul nodurilor cu grad impar este par. Si notdm acest numér cu 2k. Solutia elegantd consti
in:

(i) Alege k perechi de noduri impare (a1,b1), (a2,b2), ..., (ak, by).
(ii) Pentru fiecare pereche, duplicim un drum complet intre cele doud noduri.

S& analizam efectul duplicarii unui drum asupra gradelor nodurilor. Fie un drum P = (a =
X0, X1, X2, ..., Ty = b) Intre doud noduri impare a si b. Duplicdm toate muchiile acestui drum.

— Nodurile capit a si b: Fiecare primeste +1 la grad (de la prima si ultima muchie a drumului).
Astfel, din impare devin pare. Acesta este efectul dorit.
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— Nodurile intermediare z1,...,z,,_1: Fiecare nod intermediar este incident cu doud muchii
ale drumului (una de intrare si una de iesire). Duplicarea acestor doud muchii adauga +2 la
gradul fiecarui nod intermediar. In graful original, toate nodurile cu exceptia celor 2k sunt
pare. Asadar, nodurile intermediare sunt pare initial, iar +2 le mentine pare. Astfel, paritatea
lor raméane neschimbata.

Proprietatea remarcabili este ca duplicarea unui drum intre doud noduri impare mod-
ifica exact gradul acelor douid noduri (cu +1) si lasid neschimbatd paritatea nodurilor
intermediare (ele primesc +2, deci raiméan pare).

Analogia pentru intelegere: ITmagineaza-ti cd ai 2k becuri stinse (nodurile impare) si restul becurilor
sunt aprinse (nodurile pare). Actiunea de a adduga o muchie (a duplica) intoarce becurile de la
capete (aprins/stins). Daci actionezi asupra unui singur bec, vei afecta si becul vecin. Pentru a
ajunge ca toate becurile s& fie aprinse, trebuie sd le imperechezi si sd actionezi asupra perechilor
simultan, printr-un "drum" de actiuni care leagi doud becuri stinse, firid a afecta starea becurilor
intermediare.

Concluzie: Pentru a obtine un graf eulerian este necesar sa imperechem toate varfurile din O doua
cate doud, duplicand drumuri intre ele.
1.5.4 Idee de bazi (II): Reformularea ca problema de optimizare

Problema postasului chinez in cazul neeulerian se reduce la:

Determinarea unei multimi de drumuri care imperecheaza varfurile impare, astfel incat costul
total al drumurilor duplicate si fie minim.

Aceastd sectiune detaliaza justificarea celor doua etape esentiale ale algoritmului Edmonds—Johnson:
constructia grafului complet Ko si gisirea cuplajului perfect de cost minim.

Prima etapa: Constructia grafului complet Ky

e Problema de baza
Fie G = (V, E) un graf neorientat, conex, si S = {vy, va, ..., vy} multimea varfurilor cu grad impar.
Trebuie sa alegem k perechi (a;, b;) de varfuri din S si, pentru fiecare pereche, sa duplicdm un drum
intre a; si b;, astfel incat costul total al drumurilor duplicate si fie minim.

e Deciziile de luat

Pentru fiecare pereche posibila (v;,v;) de varfuri impare, avem un cost asociat:

d;; = lungimea celui mai scurt drum dintre v; si v; in graful original G.

Aceste costuri se pot calcula folosind un algoritm pentru drumuri minime intre toate perechile de
noduri, de exemplu algoritmul Floyd—Warshall sau rularea algoritmului lui Dijkstra din fiecare varf
impar.

e Reprezentarea problemei

Putem reprezenta toate posibilitétile de imperechere printr-un graf complet Koy construit astfel:

— Nodurile lui K9 sunt chiar varfurile impare vy, vo, ..., V.

— Fiecare muchie (v;,v;) are ponderea d;; (costul celui mai scurt drum dintre v; si vj).
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e De ce un graf complet?

(i) Completetea optiunilor: Orice pereche de varfuri impare poate fi aleasa sa formeze un drum
duplicat. Graful complet codificd toate optiunile posibile de imperechere.

(ii) Costul corect: Ponderea fieciarei muchii reflectd costul minim pentru a uni cele doua varfuri.
Alegerea unei muchii (v;,v;) in Ky corespunde deciziei de a duplica cel mai scurt drum dintre
U; 81 Vj.

(iii) Separarea problemei: Constructia lui Ko separa problema in doud parti independente:

— Calcularea distantelor minime (problem& de drumuri in G)

— Alegerea perechilor optime (problema de cuplaj in Koy)

A doua etapa: Gasirea cuplajului perfect de cost minim

e Definitia cuplajului perfect

Un cuplaj perfect intr-un graf cu 2k noduri este o multime de k& muchii care:

— Nu au noduri comune (fiecare nod apare in exact o muchie)

— Acopera toate nodurile

e Corespondenta cu problema noastra

O muchie (v;,v;) din cuplaj inseamnd cd vom duplica drumul dintre v; si v; in graful original.

— Fiecare nod apare in exact o muchie = fiecare varf impar este capit pentru exact un drum
(numar impar = 1). Aceasta satisface conditia din teorema fundamentala.

— Cele k£ muchii ale cuplajului corespund celor k drumuri pe care le vom duplica.

e De ce cuplaj perfect si nu alta structura?

Cuplajul perfect este singura structura care:

— Acoperi toate nodurile exact o data
— Foloseste numarul minim de muchii (k)

— Asigura ca fiecare varf impar devine par (prin adaugarea unui singur drum)

e De ce "de cost minim"?

Obiectivul problemei postasului chinez este minimizarea costului total al traseului. Costul total
este:

Cost total = Z cost(e) + Z lungimea drumului.

ecl drumuri duplicate

Primul termen este fix (depinde doar de graful original). Pentru a minimiza costul total, trebuie s&
minimizdm suma lungimilor drumurilor duplicate. Aceastd suma este exact:

> dy.

(vi,vj)€Ecuplaj

Asadar, ciutam cuplajul perfect de cost minim in K.
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Concluzie

Cele doui etape sunt necesare si suficiente pentru a rezolva problema postasului
chinez in cazul neeulerian:

e Construim Ko pentru a avea o reprezentare completd a costurilor de imperechere.

e Gisim cuplajul perfect de cost minim pentru a selecta perechile optime de drumuri de
duplicat.

Aceasta abordare reduce problema initiala la o problema clasica de optimizare combinatoriala,
rezolvabild eficient.

1.5.5 Aspecte algoritmice

Pentru grafuri neorientate, CPP poate fi rezolvatd in timp polinomial prin:
(i) calcularea drumurilor minime intre toate perechile de varfuri de grad impar;
(ii) determinarea unui cuplaj perfect de cost minim;
(iii) construirea unui circuit eulerian in graful augmentat.

Versiunile orientate si mixte ale CPP sunt mai complexe si necesitd formulari bazate pe fluxuri sau
programare intreaga.

1.5.6 Algoritmul Edmonds—Johnson (1973)

Urmatorul algoritm rezolvd problema in timp polinomial:

(i) Identifici multimea S a varfurilor cu grad impar in G.
(ii) Calculeaza distantele minime intre oricare doud varfuri din S in graful original.

(iii) Construieste graful complet K|g cu varfurile din S, unde costul muchiei (u,v) este distanta
minim& d(u, v).

(iv) Géaseste cuplajul perfect de cost minim in Kg).
(v) Duplicad muchiile de pe drumurile corespunzitoare cuplajului.
(vi) Giseste un ciclu eulerian in graful extins (care acum are toate gradele pare).

(vii) Acest ciclu este solutia optimai.
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deg = 2 deg =3
3 6
deg =3
2
1 1
4
deg =4 3 2

Rosu = grad impar

deg = 2

Datele problemei
e Varfuri: V={A4,B,C,D,E}

e Muchii cu costuri:

e Gradele varfurilor:

deg(A) = 2, deg(B) = 3, deg(C) =4, deg(D) =3, deg(F) =2
e Varfuri cu grad impar: S = {B, D}

Aplicarea algoritmului

Pasul 1: Identificarea varfurilor impare S = {B,D} (doud varfuri, deci |S| = 2).

Pasul 2: Distante minime intre varfurile impare Calculdm distanta minima d(B, D):
e Cale directd B—D: cost = 2
e B—C—-D:144=5
e B—A-C—-D:3+1+4+4=38
Distanta minima: d(B, D) = 2.
Pasul 3-4: Cuplajul perfect de cost minim Graful complet K5 are o singura muchie: (B, D) cu

cost 2.
Cuplajul perfect: {(B, D)} cu cost total 2.

Pasul 5: Duplicarea muchiilor Duplicim muchia B—D (cost 2).
Graful extins G’ are gradele:

deg/(B) = 4, deg' (D) = 4, deg'(A) = 2, deg'(C) = 4, deg/(E) =2

Toate gradele sunt pare, deci G’ este eulerian.
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Pasul 6: Ciclu eulerian in G’ Muchiile lui G’ (duplicata marcatd cu *):

1:A-B(3),2: A-C(1), 3: B—C(1), 4: B—D(2),
5:B—-D*2),6:C—-D(4), 7:C—E(3), 8: D—E(2)

Un ciclu eulerian posibil (incepand din A):

A—-B—-D-+B->C—=D—-F—->C—=A

Pasul 7: Verificare si cost Traseul parcurge muchiile:
(i) A-B (3)
(i) B—D (2) — prima oard

(iii) D—B (2) — a doua oard (duplicata)

Costul total: 34+2+2+14+4+2+3+1=18
Costul muchiilor originale: 3+1+14+2+44+3+2=16
Costul duplicérilor: 18 — 16 = 2 (corespunde cu muchia B— D duplicata).

Concluzie

Solutia optimd a problemei este ciclul:

A B—-D—-B—-C—D—E—C— A

cu costul total 18.

1.6 Exemplu complet de aplicare a algoritmului CPP

1.6.1 Datele problemei

Consideram urmatorul graf neorientat, conex, cu 4 noduri si muchiile:

23
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deg =3

deg = 3

deg = 3

deg =3
Muchiile si costurile asociate sunt prezentate in desen.

Gradele varfurilor

Calculam gradele fiecirui varf:

Observam ci toate cele 4 noduri au grad impar. Conform teoremei strangerii de mani, numérul
nodurilor cu grad impar este par (4), deci 2k =4 si k = 2.
Multimea nodurilor impare este:

S ={A,B,C,D}

Calculul distantelor minime intre nodurile impare

Deoarece graful este complet (fiecare nod este conectat direct cu fiecare), distantele minime sunt chiar
costurile muchiilor directe. Obtinem urmatoarea matrice a distantelor:

TQm >

o w N O
NOES =N Vv
oo N w Q
o otk 2|

Constructia grafului complet Ky

Pe baza acestor distante, construim graful complet Ky cu nodurile A, B, C, D si ponderile muchiilor date
de matricea de mai sus.
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1.6.2 Determinarea cuplajului perfect de cost minim

In K4, un cuplaj perfect este o pereche de doud muchii care nu au noduri comune si care acoperd toate
nodurile. Exista trei posibilitati:

(i) Cuplajul 1: (A,B) si (C,D)

Cost = cost(A, B) +cost(C,D) =2+5=7

(ii) Cuplajul 2: (A,C) si (B, D)

Cost = cost(A,C) +cost(B,D) =3+4=7

(iii) Cuplajul 3: (A, D) si (B,C)
Cost = cost(A, D) 4+ cost(B,C) =6+ 7= 13
Observatie: Primele doud cuplaje au acelasi cost minim, 7. Vom alege, de exemplu, cuplajul (A, B)
si (C,D).
Duplicarea drumurilor

Pentru perechile alese, duplicdm toate muchiile de pe drumurile minime dintre nodurile respective:

e Pentru perechea (A, B), drumul minim este chiar muchia A—B. Vom adiuga o copie suplimentara
a acestei muchii.

e Pentru perechea (C, D), drumul minim este muchia C'—D. Vom adiuga o copie suplimentara a
acestei muchii.

Dupa duplicare, toate nodurile vor avea grad par:

=4 (par), deg(B) =3+1=4 (par)
=4 (par), deg(D) =3+1=4 (par)

Obtinerea unui ciclu eulerian

Graful transformat (cu muchiile duplicate) este acum eulerian. Folosind algoritmul lui Hierholzer, putem

gasi un ciclu eulerian. Un posibil traseu care parcurge toate muchiile exact o data este:
A-B—+A—-C—-D—-C—-A—-D—+B—-C—-B—>D—A

Verificare: Acest traseu parcurge fiecare muchie originala o data, iar muchiile duplicate A—B si C—D
sunt parcurse de doud ori (o data in plus).

1.6.3 Costul total

Costul total al traseului este suma costurilor tuturor muchiilor originale plus costul muchiilor duplicate.
In cazul nostru:

Cost total = (24+34+6+7+4+5)+ (2+5)
——

muchiile originale costul cuplajului

=27+7=34

Acesta este costul minim posibil pentru traseul postasului in acest graf.
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Concluzie

Exemplul ilustreaza complet pasii algoritmului Edmonds—Johnson pentru CPP:
e Identificarea nodurilor impare (A, B, C, D)

e Calcularea distantelor minime si constructia lui K4

Determinarea cuplajului perfect de cost minim ({(A4, B), (C,D)})

Duplicarea drumurilor corespunzitoare

e Gasirea unui ciclu eulerian in graful transformat

1.6.4 Interpretare conceptuali (optional)

Problema Postasului Chinez transforma o conditie structurald (paritatea gradelor) intr-o problema de
optimizare. Grafurile euleriene corespund solutiilor fird augmentare, iar grafurile neeuleriene necesiti
corectii minime determinate optim. Astfel, CPP constituie o legatura fundamentala intre teoria grafurilor
si optimizarea combinatoriala.

Pe de alta parte, problema gasirii unui cuplaj perfect de cost minim poate fi formulatd ca un program
liniar. Aceastd formulare sti la baza intelegerii teoretice a problemei si a algoritmilor de rezolvare.

Formularea naturala
Fie G = (V, E) un graf neorientat cu |V| = n par. Fiecdrei muchii e € E ii asociem o variabild =, € {0,1}
care indicad daca muchia e face parte din cuplaj. Scopul este minimizarea costului total:

Minimizeaza Z Cele

eeE

Restrictiile sunt:

Z Te=1, YoeV
e€d(v)

z. €{0,1}, Vec FE

unde d(v) este multimea muchiilor incidente cu varful v.

Relaxarea liniard si problema sa
Inlocuind z. € {0,1} cu z, > 0, obtinem relaxarea liniara:

Minimizeaza E Cele
ecFE

Z re=1 YveV
e€d(v)
e >0, VeeFk
OBSERVATIE 1.6.1. In cazul grafurilor bipartite, aceastd relazare liniard are solutii intregi datoritd total

unimodularitatii matricei de incidentd. In grafurile generale insd, relaxarea poate avea solutii fractionare,
dupd cum vom vedea in exemplul urmdtor.
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Contraexemplu: ciclul impar

Consideram graful Cs (un triunghi) cu 3 noduri si 3 muchii. Relaxarea liniard devine:
z12 + 213 = 1, z12 + @23 = 1, r13 + 223 = 1, T12,213, 223 = 0

Solutia z12 = 213 = w23 = 0.5 este fezabila si are cost %(012 + ¢13 + c23). Aceasta nu corespunde unui
cuplaj perfect (care nici nu existd in Cs deoarece n este impar). Pentru grafuri cu numéar par de noduri,
pot aparea solutii fractionare similare.

Constrangerile de tdiere (blossom inequalities)

Edmonds a demonstrat ci pentru a caracteriza complet poliedrul cuplajelor perfecte, trebuie sd addugim
un set suplimentar de constrangeri, numite blossom inequalities sau constrangeri de taiere.
Pentru orice submultime S C V' cu |S| impar si |S| > 3, avem:

S e |S|2 1

ecE(S)

unde E(S) este multimea muchiilor cu ambele capete in S.

Justificare intuitivd. In orice cuplaj perfect, numarul de muchii cu ambele capete in S nu poate depisi

S|—1
%, deoarece:

e Daca am avea mai mult de (|S| — 1)/2 muchii in interiorul lui S, atunci numérul de noduri din S
acoperite de aceste muchii ar fi mai mare decat |S| (fiecare muchie acoperd doud noduri), ceea ce
este imposibil.

e In plus, nodurile din S trebuie si fie acoperite si de muchii cdtre exterior, iar numérul acestor muchii
trebuie sd fie impar (deoarece |S| este impar).

O

Poliedrul cuplajelor perfecte

Programul liniar complet care descrie poliedrul cuplajelor perfecte este:

Minimizeaza E Cele
eck

(1) Y we=1, WwevV

e€d(v)
(2) Z Te < [51-1 VS c V, |S| impar, |S| >3
e = 2 ) ) 9 —
e€E(S)
(3) ze >0, VeeFE

THEOREM 1.6.1 (Edmonds, 1965). Poliedrul definit de (1), (2) si (3) are toate varfurile intregi. Mai mult,
varfurile sale sunt exact vectorii de incidentd ai cuplajelor perfecte din G.
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Legatura cu algoritmul lui Edmonds

Algoritmul blossom al lui Edmonds poate fi vizut ca o metoda primal-dual de rezolvare a acestui program
liniar. El mentine:

e O solutie duala fezabild (etichetele y,)
e Un cuplaj primal (care satisface conditiile de complementaritate)
e Contracteaza infloririle atunci cand acestea apar (ceea ce corespunde addugarii implicite a constran-
gerilor de taiere)
Aplicatie in problema postasului chinez

In CPP, dup# construirea grafului complet K, cu nodurile reprezentand varfurile impare si ponderile
muchiilor egale cu distantele minime d;;, problema cuplajului perfect de cost minim se formuleaza exact
ca mai sus.

(i) Se construieste graful complet Ko.
(ii) Se scrie programul liniar corespunzator.
(iii) Solutia optima z;; va fi formata din 0 si 1.
(iv) Muchiile cu z;; = 1 indica perechile de noduri care vor fi unite prin drumuri duplicate in graful

original.

Exemplu pentru K,

Fie K4 cu nodurile 1,2, 3,4 si costurile ¢;;. Programul liniar are:
e Variabile: x12, %13, T14, T23, T24, T34
e Restrictii de nod (4 ecuatii):

T12 + 213 + 214 = 1, T12 + T23 + 24 = 1, 13 + wo3 + 134 = 1, T14 +Tog +x310 =1

e Constrangeri de tiiere pentru multimile impare:

— Pentru S = {1,2,3} (impar): 12 + x13 + 223 < 1
— Pentru S ={1,2,4}: z1o + 14 + w24 <1
— Pentru S ={1,3,4}: z13+ 14+ 234 <1
— Pentru S ={2,3,4}: wos + xo4 + w34 < 1

Solutia acestui program liniar va fi un cuplaj perfect (de exemplu, x13 = w34 = 1 sau x93 = x4 = 1
Sau T14 = I3 = 1).

Generalizare: b-matching

Existd o teorie mai generald, numitd problema b-matching, in care fiecare nod v trebuie acoperit de
exact b(v) muchii. Aceasta include si cazul in care duplicim drumuri in CPP: dupa duplicare, graful
devine eulerian, ceea ce corespunde unui b-matching cu b(v) = deggiginai (v) + ceva.
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1.7 Lanturi si cicluri hamiltoniene

William Rowan Hamilton (1805-1865) a fost un matematician, fizician si astronom anglo-irlandez. Cea
mai importanta contributie a sa in domeniul matematicii moderne o constituie introducerea cuaternionilor,
numere hipercomplexe necomutative obtinute prin extinderea multimii numerelor complexe de o maniera
similard cu cea care a condus de la numerele reale la cele complexe. Opera sa a influentat dezvoltarea
ulterioara a mecanicii cuantice.

Matematicianul irlandez Hamilton si poetul englez Wordsworth au fost prieteni si corespondenti timp
de mai bine de douizeci de ani. Fiecare a ajutat la modelarea ideilor celuilalt in mod semnificativ iar
stiinta si poezia in epoca romantici devin unite. Intr-o prelegere de astronomie pe care a sustinut-o in 1832,
Hamilton remarca: “With all the real differences between Poetry and Science, there exists, notwithstanding,
a strong resemblance between them; in the power which both possess to lift the mind above the dull stir
of earth, and win it from low-thoughted care; in the enthusiasm which both can inspire, and the fond
aspirations after fame which both have a tendency to enkindle; in the magic by which each can transport
her votaries into a world of her own creating; and perhaps, in the consequent unfitness for the bustle and
the turmoil of real life, which both have a disposition to engender.” (Cu toate diferentele reale dintre Poezie
st Stiintd, existd, totusi, o asemdnare puternicd intre ele: in puterea pe care amdndoud o posedd de a indlta
mintea deasupra agitatier pliclisitoare si a grijilor nepldcute de zi cu zi; in entuziasmul pe care amdndoud
il pot inspira st a aspiratislor dupd faima pe care ambele au tendinta de a le aprinde; in magia prin care
fiecare isi poate transporta adeptii intr-o lume proprie a ei; si poate, in inaptitudinea de a face fatd la
agitatia si framantarile din viata reald, care ambele au dispozitia de a o genera.)

In 1857, Hamilton a inventat si comercializat un puzzle numit “In jurul lumii” (icosian game). FEra
format dintr-un dodecaedru (poliedru cu 12 fete; un caz particular este cel al dodecaedrului regulat, care
este unul din cele cinci tipuri de poliedre platonice, ale cirui fete sunt pentagoane regulate), ale carui
varfuri erau etichetate cu numele unor mari orase. Sarcina era si se descopere un traseu de-a lungul
muchiilor care sa treaca prin fiecare oras o singura data. Acest joc a stat la originea notiunii de lant
hamiltonian.

DEFINITIE 1.7.1. Un lant (deschis) care contine fiecare varf al unui graf o singura datd se numeste lant
hamiltonian. Un ciclu (lant inchis in care originea $i vdrfurile intermediare sunt diferite) care contine
fiecare varf al unui graf se numegte ciclu hamiltonian. Un graf este hamiltonian dacd are ca subraf un
ciclu hamiltonian.

Sherman K. Stein numeste problema grafului hamiltonian “problema vanzatorului ambulant”. O retea
de orase si autostrdzi poate fi privitd ca un graf; un vanzator care are opriri de ficut in fiecare oras, dar
nu vrea sa piarda timpul trecadnd prin orase de mai multe ori, este in mod natural interesat sa gaseasca
un ciclu hamiltonian prin retea.

Dupa cum sunt definite, lanturile euleriene si cele hamiltoniene sunt lucruri foarte asemanatoare. Un
lant eulerian foloseste fiecare muchie exact o daté, pe cind unul hamiltonian foloseste fiecare varf exact o
data. Deoarece problema lanturilor euleriene este complet rezolvata, ne-am putea astepta ca acelasi lucru
sd fie valabil si pentru cele hamiltoniene. In mod surprinzitor, nu este asa. Cea mai mare parte a ceea ce
se stie despre lanturile hamiltoniene este continut in rezultate destul de neinformative ca cele pe care le
vom prezenta in continuare.

THEOREM 1.7.1 (Gabriel Andrew Dirac, 1952). Un graf simplu cu n varfuri (n > 3) este hamiltonian daca

. . n
fiecare varf are gradul mai mare sau egal decdt 5

Demonstratie. Fie G = (V, E) un graf care verifici ipoteza si presupunem ci G nu este hamiltonian. In
cele ce urmeaza vom nota cu N(v) multimea varfurilor w € V' cu proprietatea ca (v,w) € E (multimea
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Figura 1.3: Portret al lui Hamilton, doud versiuni ale jocului inventat de el si o solutie privind gasire a
unui lant hamiltonian.

vecinilor lui v). Cardinalul multimii N(v) este gradul lui v i, conform ipotezei, este mai mare sau egal
decat n/2.

Fie P un lant elementar (care nu are varfuri care se repetd) de lungime maxim4 ale carui varfuri sunt,
in ordine, v, v2,...,vp. Cum P este maximal, toti vecinii lui vq si v, sunt in P. Conform ipotezei, vy si
vp au cel putin n/2 vecini in P.

Vom demonstra ca existd 1 < j < p — 1 cu proprietatea ca v; € N(vp) §i vj41 € N(v1). Intr-adevar,
daca nu ar fi aga, pentru orice vecin v; al lui v, din P (si sunt cel putin n/2) avem ca v;41 nu este vecin

al lui v1. Acest lucru implicé:

grad(vl)gp—l—g<n—g:g,

contrazicand faptul ca gradul este mai mare sau egal cu §. Prin urmare, un astfel de j exista (a se vedea
Figura .

Fie C ciclul vi,ve,...,v,0p,Vp_1,...,0j11,v1. Cum am presupus ca G nu este hamiltonian, trebuie
sa existe un varf din G care nu este in P. Cum graful G este conex (deorece §(G) = min, grad(v) > n/2),
existd un varf w care nu este in P dar este adiacent unui varf v; din P. Rezultd ca lantul elementar din
G care incepe cu w, continud cu v; gi apoi parcurge ciclul C' este mai lung decat P, ceea ce reprezinti o
contradictie. Prin urmare, presupunerea initiala este falsd gi graful G' este hamiltonian. O
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Figura 1.4: Nodul v; este vecin al lui v}, iar vj;1 este vecin al lui v;.

Figura 1.5: Graf ciclic

Teorema lui Dirac [1.7.1] este un corolar al urmétorului rezultat general al lui Ore. Demonstratia
teoremei lui Ore este similara cu cea de mai sus si este lasatd ca exercitiu.

THEOREM 1.7.2 (Oystein Ore, 1960). Fie G un graf simplu cu n vérfuri (n > 3). Dacd grad(u)+grad(v) >
n pentru toate perechile de varfuri neadiacente u si v, atunci G este hamiltonian.

Cele dous teoreme de mai sus lasa mult de dorit:

o Ipotezele, desi suficiente pentru a garanta concluziile respective, nu sunt nici pe departe necesare.
Luati in considerare, de exemplu, graful ciclic (hamiltonian) din Figura

e Parafrazate, teoremele spun cd daca un graf are multe muchii si daca aceste muchii sunt distribuite
suficient de uniform in jurul varfurilor, atunci graful este hamiltonian ceea ce este destul de putin
surprinzator.

e Teoremele sunt greu de aplicat. Pentru a determina dacé oricare dintre teoreme oferd informatii
despre un anumit graf ar trebui si calculdm suma gradelor pentru fiecare dintre perechile posibile
de varfuri neadiacente. Cu sigurantii, doar inspectand graful indeaproape, am putea determina daca
este hamiltonian in mai putin timp decat ar dura acest calcul.

Exista totusi un aspect in care cele doud teoreme sunt remarcabile: ele reprezinta practic cam tot ceea
ce se stie despre grafuri hamiltoniene. Desi aparent atit de aseminitoare cu lanturile euleriene, despre
care se stie totul, lanturile hamiltoniene sunt lucruri mult mai complicate.

Evident, un graf complet este hamiltonian. Urméatoarea proprietate ne da numaérul ciclurilor hamil-
toniene dintr-un astfel de graf.

PROPRIETATE 1.7.1. Numarul ciclurilor hamiltoniene intr-un graf simplu complet cu n varfuri este %(n —
.
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o
1
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Fig. 1
o o o
1 1 1
2 3 2 3 2 3
Fig. 2 Fig. 3 Fig. 4

Figura 1.6: Graful din Fig.1 nu contine niciun lant hamiltonian. Graful prezentat in Fig. 2 contine doua
lanturi hamiltoniene cu originea in 0 care sunt evidentiate in Fig. 3 si Fig. 4

Demonstratie. Primul varf din ciclu se poate alege arbitrar. Urmatorul se poate alege arbitrar intre n — 1
varfuri, urmatorul intre n — 2 varfuri, s.a.m.d. Obtinem un numar de cicluri egal cu (n — 1) % (n — 2) %
..%2%1 = (n—1). Cum avem doua sensuri de parcurgere al unui ciclu, rezulta ca avem %(n — 1)! cicluri

hamiltoniene. O

Indicam o modalitate de a verifica dacd un graf contine sau nu un lant hamiltonian. Un lant hamiltonian
intr-un graf avand N varfuri nu este altceva decat o permutare a varfurilor grafului: [vy,vs,...vNn—-1,vN],
astfel incat si existe o muchie intre v; si v;41 unde 1 <4 < N —1. Deci, se verificd pentru fiecare permutare
a varfurilor dacd reprezintd un lant hamiltonian sau nu. De exemplu, pentru graful din Fig. 2 exista 4
varfuri, ceea ce inseamnd un total de 24 de permutéari posibile, dintre care doar urméatoarele reprezinta un
lant hamiltonian:

0-1-2-3
3—2—-1-0
0-1-3-2
2-3-1-0

Complexitatea metodei de mai sus poate fi derivatd cu usurintd. Pentru un graf care are N varfuri,
metoda viziteaza toate permutirile varfurilor, adicd N! iteratii si in fiecare dintre aceste iteratii parcurge
permutarea pentru a vedea daci varfurile consecutive sunt conectate sau nu, adicd N iteratii, deci com-
plexitatea este O(N N!). Observam ca acest procedeu presupune foarte multe operatii, fiind un algoritm
de fortd brutd (brute force algorithm). Algoritmii de fortd brutd (sau de cercetare exhaustivd) sunt
metode simple de rezolvare a unei probleme care se bazeazad doar pe puterea de calcul si pe analiza tuturor
configuratiilor posibile, mai degrabi decat pe tehnici avansate pentru a imbunitati eficienta. Principalul
factor pozitiv al acestor algoritmi este cad teoretic permit sa gasim intotdeauna solutia corectd, dar pe de
alta parte este intotdeauna cea mai lentd sau cea mai scumpa solutie.

Exista un algoritm datorat lui Bellman, Held si Karp, care utilizeaza programarea dinamica, pentru a
verifica dacd existd sau nu un lant hamiltonian intr-un graf. Vom expune aici doar ideea fundamentala:
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Figura 1.7: Grafuri hamiltoniene

pentru fiecare submultime S de varfuri, se verificd daca existd un lant care viziteazd “FIECARE si DOAR”
varfurile din S exact o data si se termind cu un varf v. Se face acest lucru pentru toate v € S. Exista un
lant care viziteazd fiecare varf din submultimea S si se termind cu varful v € S dacd v are un vecin w in S si
existd un lant care viziteaza fiecare varf din multimea S\ {v} exact o data si se termind la w. Daca exista un
astfel de lant, atunci addugarea muchiei w — v la acesta il va extinde pentru a vizita v si, deoarece viziteazi
deja fiecare varf din S\ {v}, noul lant va vizita fiecare varf din S. Complexitatea acestui algoritm este

O (N?2%), semnificativ mai buna decat performanta superexponentiald O(N N!) = O (N%eN ln(N)_N) a

unui algoritm de forta brutd. Vom reveni la aceasta metoda (a Programairii Dinamice) pentu problema
celui mai scurt drum intre doud noduri.
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Figura 1.8: Arbori

1.8 Arbori

Arborii sunt grafuri speciale care apar ca modele eficiente intr-o mare varietate de aplicatii. Mentionim
pe scurt citeva exemple:

e Arborii sunt utili pentru modelarea posibilelor rezultate ale unui experiment. De exemplu, considerati
un experiment in care o monedi este aruncatd si un zar cu 6 fete este rulat. Frunzele arborelui din
Figura (a) corespund rezultatelor in spatiul de probabilitate pentru acest experiment.

e Programatorii folosesc adesea structuri arborescente pentru a facilita cdutérile si sortérile si pentru
a modela logica algoritmilor. De exemplu, schema logica pentru un program care gaseste maximul
a patru numere (w,x,y, z) poate fi reprezentat prin arborele prezentat in Figura (b). Acest tip
de arbore este un arbore de decizie binar.

e Chimistii pot folosi arborii pentru a reprezenta, printre altele, hidrocarburile saturate, compusi
chimici de forma C, Hap4o (propan, de exemplu). Legiturile dintre atomii de carbon si hidrogen
sunt descrise in arborii din Figura (c). Varfurile de gradul 4 sunt atomii de carbon iar frunzele
reprezinta atomii de hidrogen.

DEFINITIE 1.8.1. Un graf conex si fard cicluri se numegte arbore. Muchiile unui arbore sunt cunoscute
ca ramuri. Un vdrf frunza (terminal) este un varf cu gradul unu.

Vom incepe cu urmatoarea proprietate simpla.

LEMA 1.8.1. Fiecare arbore cu cel putin doud vdrfuri are cel putin doud frunze. Stergerea unei frunze
dintr-un arbore cu n vdrfuri produce un arbore cu n — 1 varfuri.

Demonstratie. Un graf conex cu cel putin doud varfuri are o laturi. Intr-un graf aciclic, un varf origine
sau final al unui lant netrivial maximal are un singur varf adiacent in lant. Prin urmare, extremititile
unui astfel de lant sunt frunze.

Fie v o frunza a unui arbore G si fie G' = G \ {v}. Un varf de gradul 1 nu apartine niciunui lant care
sd conecteze alte doud varfuri. Prin urmare, pentru orice u,w € V(G’), fiecare lant care uneste u si w in
G este g1 in G'. Prin urmare, G’ este conex. Cum prin stergerea unui varf nu poate crea un ciclu, G’ este
de asemenea aciclic. Astfel, G’este un arbore cu n — 1 varfuri. O

Urmatoarele proprietate oferd definitii echivalente ale notiunii de arbore.

PROPRIETATE 1.8.1. Fie G = (V, E) un graf cu n > 2 varfuri. Urmatoarele afirmatii sunt echivalente:
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Figura 1.9: Arbori

(i) G este un arbore
(ii) G este conex si are n — 1 laturi
(i15) G nu are cicluri si are n — 1 laturi

(iv) G este aciclic si mazimal (adaugdnd o latura intre oricare doud varfuri neadiacente se obfine un graf
cu un singur ciclu)

(v) G este conex si minimal (prin eliminarea oricarei laturi se obtine un graf neconex)

(vi) Pentru orice doud varfuri, existd un lant unic care le uneste

Demonstratie. “(i) = (ii)” G fiind arbore, este conex. Folosim inductia dupa n ca si ardtam cd numarul
de laturi este n — 1. Pentru n = 2, un graf conex are exact o laturd. Pentru n > 2, presupunem ci
implicatia este valabild pentru grafuri cu mai putin de n varfuri. Pentru un graf conex G aciclic, Lema
asigurd existenta unei frunze v gi afirmd cd G' = G\ {v} este, de asemenea, un graf aciclic gi conex.
Aplicand ipoteza de inductie la G’ rezulta cii G’ are n — 2 laturi. Deoarece doar o latura este incidenta cu
v, avem cd G are n — 1 laturi.

“(ii) = (i199)” Daca G ar avea un ciclu, atunci am putea elimina o latura fard a pierde conexitatea. Ar
rezulta cd avem un graf conex cu n varfuri si n — 2 laturi, ceea ce este imposibil.

“(t3i) = ()" Fie X1, Xo,..., X} componentele conexe ale lui G. Daca nota cu V(Xj) si E(X;) numarul
de varfuri gi respectiv de laturi din X, avem c&

7j=1
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Figura 1.10: Exemplu de arbore

Fiecare componenta conexa X, neavand cicluri, este un arbore, deci E(X;) = V(X;) — 1. Obtinem ca

k

k
ne1= 3 B(X) = Y (VX)) 1) =n—k
7j=1

= 7j=1

ceea ce implicd k = 1 si graful este conex.

“(v) = (i)” Un graf conex minimal nu poate avea un ciclu; altfel, am putea elimina una dintre laturile
ciclului si am lasa graful conex. Astfel, un graf conex minimal este un arbore.

“(i) = (v)” Dacd un graf conex G nu este minimal, existd o muchie e a lui G astfel incat G \ {e} este
conex. Prin urmare, e este intr-un ciclu, care implicé faptul cd G nu este un arbore.

“(vi) = (4)” Daci existd un lant elementar care uneste fiecare u,v € V(G), atunci G este conex. Daca
G are un ciclu C, rezultd cd G are doud lanturi elementare care unesc doud varfuri ale lui G ceea ce
contrazice ipoteza. Prin urmare, G este gi aciclic.

“(i) = (vi)” Deoarece G este conex, fiecare pereche de varfuri este conexa printr-un lant elementar.
Dacd o pereche este conexd prin mai multe lanturi, le alegem pe cele mai scurte (cu cele mai putine laturi)
L1 §i Lo. Prin aceastd alegere extremi, niciun varf intern al lui Ly sau Lo nu poate apartine celuilalt lant,.
Aceasta implica faptul ca L; U Lo este un ciclu, ceea ce contrazice ipoteza.

“(vi) = (iv)” Cum existd un lant unic care leagd fiecare pereche de varfuri, nu existd niciun ciclu si
unirea a doud varfuri printr-o muchie creeazi exact un ciclu.

“(iv) = (i)” Daci graful nu ar fi conex adaugand o latura intre doud noduri apartinand la doua
componente neconexe nu se poate obtine un ciclu.

O

Pentru stocarea arborilor nedirectionati incepem prin a atribui numere fiecdrui nod din arbore, de
exemplu incepand de la 0 la n — 1, unde n este numarul total de noduri. Cel mai simplu mod de a stoca
un arbore este de a folosi o listd de muchii. Lista contine perechi de noduri care intre care existd o muchie.
Pentru reprezentarea arborelui din Figura lista de muchii corespunzitoare ar fi:

(0,2),(2,3),(2,4),(2,1),(1,5),(5,6),(5,7), (7,8).
Este destul de rapid si usor de iterat toate perechile, dar nu sunt stocate informatii despre vecinitate.

Din cauza acestui dezavantaj, folosim mai degrabd o alti reprezentare numiti listd de adiacenti. Este o
corespondentd de la un nod la vecinii sdi. Acelasi arbore de mai sus ar putea fi convertit intr-o listd de
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In practicd, retinerea unui arbore ca matrice de adiacenta este greoaie, deoarece majoritatea perechilor de
nodurilor nu vor avea muchii intre ele, matricea ar fi rarf si s-ar consuma multd memorie pentru absolut
nimic.

DEFINITIE 1.8.2. Fiind dat un graf, un subgraf al sdu este arbore acoperitor dacd este un arbore gi
contine toate varfurie lui G.

PROPRIETATE 1.8.2. Un graf G contine un arbore acoperitor dacd si numai dacd este conex.

Demonstratie. Dacit T este un arbore acoperitor in graful G atunci, pentru orice doud varfuri ale lui G
(deci si ale lui T') exista un lant care le uneste. Prin urmare G este conex.

Reciproc, dacd G este conex, atunci fie G este un arbore (caz in care am terminat) fie contine un ciclu.
Eliminand o latura a ciclului conexitatea gi numarul de varfuri se pastreaza. Dupi eliminarea unui numér
finit de laturi (in functie de numéarul de cicluri, cate una pentru fiecare ciclu) se obtine un subgraf care
are acelasi numar de varfuri dar nu are cicluri, deci un arbore acoperitor. ]

Avand un graf G conex si ponderat, un arbore acoperitor 7' se numeste arbore minimal acoperitor
daca suma ponderilor laturilor lui 7" nu este mai mare decat suma ponderilor laturilor oricarui alt arbore
acoperitor al lui G. Fiind o problemd importantd din punct de vedere practic, existd mai multi algoritmi
pentru gdsirea unui arbore minimal acoperitor.

Un exemplu este oferit de urmétoarea situatie: trebuie si fie construitd o retea feroviara care si lege
mai multe orase. Avand in vedere un cost c¢;; pentru construirea unei legaturi directe intre orase v; si vj,
cun trebuie proiectati reteaua pentru a minimiza costul total al constructiei? Aceasta este cunoscuté sub
numele de problema conectorului.

1.8.1 Algoritmul lui Kruskal (1956)

Fiind dat un graf simplu conex ponderat GG cu n varfuri, algoritmul lui Kruskal giseste arborele minimal
acoperitor al lui G prin selectare de laturi.

e Se alege latura (u,v) de pondere minima

e Se alege latura (u/,v") de pondere minima intre cele nealese si care nu formeaza un ciclu cu laturile
deja alese anterior.

e Procesul se termini cand nicio laturd nu mai poate fi addugati la setul de laturi selectat panid acum
fara a crea un ciclu.

S& observiam ca subgraful aciclic al lui G obtinut la finalul algoritmului este maximal, deci, conform
Proprietatii (iv), este un arbore care este si acoperitor al grafului G. El are o lungimea minim4.
Intr-adevar, acest algoritm se bazeaza pe faptul ci este o prostie sa fie folositia o laturd costisitoare, cu
exceptia cazului in care este necesar pentru a asigura conexiunea subgrafului. Deci daca stergem una céate
una laturile cele mai costisitoare ale caror stergere nu deconecteazi graful, conform Proprietitii (v)
procesul se termind intr-un arbore minimal acoperitor.
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Figura 1.11: Example of MST

1.8.2 Algoritmul lui Prim (1957)

Giseste arborele minimal acoperitor dintr-un graf simplu conex ponderat G cu n varfuri prin selectare
de varfuri. Are la baza urmatorul rezultat:

LEMA 1.8.2 (Despre "cut"). Fie G = (V, E) un graf simplu conex ponderat. Fie A C E o multime inclusa
intr-un arbore minimal acoperitor si fie {S, V' \ S} o partitie a lui V' cu proprietatea ca nicio laturd a lui A
nu are o extremitate in S si alta in V'\ S. Atunci, o laturd (u,v) € E de pondere minimd cu o extremitate
in S si alta in V'\ S este o alegere viabila pentru A (adica AU{(u,v)} este continut intr-un arbore minimal
acoperitor).

Demonstratie. Fie T un arbore acoperitor minimal al lui G, A C T gi (u,v) ¢ T o laturd de pondere
minimé cu o extremitate in S si alta in V' \ S. Exista o latura (x,y) € T cu o extremitate in S gi alta in
V'\ S si care verifica: (x,y) ¢ A (din proprietatea lui A) si w((u,v)) < w((z,y)) (din alegerea lui (u,v)).

Adaugand (u,v) la T ar crea un ciclu care ar contine gi latura (z,y). Eliminand latura (z,y) am obtine
un nou arbore T’ cu proprietatea cd are lungimea mai mica sau egala cu cea a lui T

w(T") = w(T) — w((z,y) + w((u,v)) < w(T).

Cum T era arbore acoperitor minimal al lui G rezultd cid w(T") = w(T) si T” este si el arbore acoperitor
al lui G care contine pe A dar i latura (u,v). Prin urmare, (u,v) este o alegere viabild pentru A. O

Algoritmul lui Prim este urmétorul:

Se alege latura (v;,,v;,) de pondere minima

Se alege varful v;, situat la cea mai scurta distantd de {v;,, v, }.

Se alege varful v;, situat la cea mai scurta distantd de {v;,, viy, Vig }-

Se termina cand n — 1 varfuri au fost alese.
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Greedy Algorithm Greedy Algorithm
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Figura 1.12: Failure of a greedy algorithm

1.9 Greedy algorithms [[]

The minimum spanning tree (MST) problem is so important that it deserves a more detailed analysis of
its main properties.

A greedy algorithm is a simple, intuitive algorithm that is used in optimization problems. A greedy
algorithm always makes the choice that looks best at the moment. That is, it makes a locally optimal
choice in the hope that this choice will lead to a globally optimal solution.

Greedy-choice property:
A global optimal solution can be achieved by making a local optimal (greedy) choice.

Greedy algorithms are quite successful in some problems, such as Huffman encoding which is used to
compress data, or Dijkstra’s algorithm, which is used to find the shortest path through a graph. Prim’s
algorithm described above is a greedy algorithm: at each step it chooses a least-cost edge e with one
endpoint in S (already selected nodes) and one endpoint in V' \ S. Kruskal’s algorithm is a greedy
algorithm, too.

However, in many problems, a greedy strategy does not produce an optimal solution. For example, in
Figure [[.12] the greedy algorithm seeks to find the path with the largest sum. With a goal of reaching
the largest sum, at each step, the greedy algorithm will choose what appears to be the optimal immediate
choice, so it will choose 12 instead of 3 at the second step and will not reach the best solution, which
contains 99. The greedy algorithm fails to find the largest sum, however, because it makes decisions based
only on the information it has at any one step, without regard to the overall problem.

1.9.1 An activity-selection problem

Our first example is the problem of scheduling a resource among several competing activities. We shall
find that a greedy algorithm provides an elegant and simple method for selecting a maximum-size set of
mutually compatible activities.

Suppose we have a set S = {1,2,...,n} of n proposed activities that wish to use a resource, such as a
lecture hall, which can be used by only one activity at a time. Each activity ¢ has a start time s; and a
finish time f;, where 0 < s; < f; < oo. If selected, activity ¢ takes place during the half-open time interval
[si, fi). Activities ¢ and j are compatible if the intervals [s;, fi) and [sj, f;) do not overlap (i.e., ¢ and j
are compatible if s; > f;j or s; > f;). The activity-selection problem is to select a maximum-size set
of mutually compatible activities.

!This section is taken from: Thomas H. Cormen, Charles E. Leiserson, Ronald L. Rivest, Cliffo - Introduction to Algo-
rithms (2009, MIT Press)
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Figura 1.13: The operation of GREEDY-ACTIVITY-SELECTOR on 11 activities given at the left. Each
row of the figure corresponds to an iteration of the for loop in lines 4-7. The activities that have been
selected to be in set A are shaded, and activity 4, shown in white, is being considered. If the starting
time s; of activity ¢ occurs before the finishing time f; of the most recently selected activity j (the arrow

between them points left), it is rejected. Otherwise (the arrow points directly up or to the right), it is
accepted and put into set A.

A greedy algorithm for the activity-selection problem is given in the following pseudocode. We assume
that the input activities are in order by increasing finishing time: f; < fo <... < f,,. If not, we can sort

them into this order in time O(nlgn), breaking ties arbitrarily. The pseudocode assumes that inputs s
and f are represented as arrays.

GREEDY-ACTIVITY-SELECTOR (s, f)
1. n <« length[s]
2. A+ {1}
3.7+ 1

4. fori<+2ton

d. ifSiij
6. A+— AU{i}
7. G

8. return A
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The operation of the algorithm is shown in Figure The set A collects the selected activities. The vari-
able j specifies the most recent addition to A. Since the activities are considered in order of nondecreasing
finishing time, f; is always the maximum finishing time of any activity in A. That is,

(1.1) fi=max{fy : ke A}.

Lines 2-3 select activity 1, initialize A to contain just this activity, and initialize j to this activity. Lines 4-7
consider each activity ¢ in turn and add ¢ to A if it is compatible with all previously selected activities. To
see if activity 7 is compatible with every activity currently in A, it suffices by equation to check (line
5) that its start time s; is not earlier than the finish time f; of the activity most recently added to A. If
activity ¢ is compatible, then lines 6-7 add it to A and update j. The GREEDY-ACTIVITY-SELECTOR
procedure is quite efficient. It can schedule a set S of n activities in O(n) time, assuming that the activities
were already sorted initially by their finish times.

The activity picked next by GREEDY-ACTIVITY-SELECTOR is always the one with the earliest
finish time that can be legally scheduled. The activity picked is thus a "greedy" choice in the sense that,
intuitively, it leaves as much opportunity as possible for the remaining activities to be scheduled. That is,
the greedy choice is the one that maximizes the amount of unscheduled time remaining. We know that
greedy algorithms do not always produce optimal solutions. However, GREEDY-ACTIVITY-SELECTOR
always finds an optimal solution to an instance of the activity-selection problem.

THEOREM 1.9.1. Algorithm GREEDY-ACTIVITY-SELECTOR produces solutions of mazimum size for
the activity-selection problem.

Demonstratie. Let S = {1,2,...,n} be the set of activities to schedule. Since we are assuming that the
activities are in order by finish time, activity 1 has the earliest finish time. We wish to show that there is
an optimal solution that begins with a greedy choice, that is, with activity 1.

Suppose that A C S is an optimal solution to the given instance of the activity-selection problem, and
let us order the activities in A by finish time. Suppose further that the first activity in A is activity k.
If K = 1, then schedule A begins with a greedy choice. If & > 1, we want to show that there is another
optimal solution B to S that begins with the greedy choice, activity 1. Let B = A\ {k} U {1}. Because
f1 < fi, the activities in B are disjoint, and since B has the same number of activities as A, it is also
optimal. Thus, B is an optimal solution for .S that contains the greedy choice of activity 1. Therefore, we
have shown that there always exists an optimal schedule that begins with a greedy choice.

Moreover, once the greedy choice of activity 1 is made, the problem reduces to finding an optimal
solution for the activity-selection problem over those activities in S that are compatible with activity 1.
That is, if A is an optimal solution to the original problem S, then A"’ = A\ {1} is an optimal solution to
the activity-selection problem S’ = {i € S : s; > f1}. Indeed, if we could find a solution B’ to S’ with
more activities than A’, adding activity 1 to B’ would yield a solution B to S with more activities than
A, thereby contradicting the optimality of A. Therefore, after each greedy choice is made, we are left with
an optimization problem of the same form as the original problem. By induction on the number of choices
made, making the greedy choice at every step produces an optimal solution. O

1.9.2 Knapsack problems

Because the optimal substructure property is exploited by both greedy and dynamic-programming strate-
gies, one might be tempted to generate a dynamic-programming solution to a problem when a greedy
solution suffices, or one might mistakenly think that a greedy solution works when in fact a dynamic-
programming solution is required. To illustrate the subtleties between the two techniques, let us investigate
two variants of a classical optimization problem.

The 0-1 knapsack problem is posed as follows. A thief robbing a store finds n items; the i—th item
is worth v; dollars and weighs w; pounds, where v; and w; are integers. He wants to take as valuable a
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Figura 1.14: The greedy strategy does not work for the 0-1 knapsack problem. (a) The thief must select a
subset of the three items shown whose weight must not exceed 50 pounds. (b) The optimal subset includes
items 2 and 3. Any solution with item 1 is suboptimal, even though item 1 has the greatest value per
pound. (c) For the fractional knapsack problem, taking the items in order of greatest value per pound
yields an optimal solution.

load as possible, but he can carry at most W pounds in his knapsack for some integer W. What items
should he take? (This is called the 0-1 knapsack problem because each item must either be taken or left
behind; the thief cannot take a fractional amount of an item or take an item more than once.)

In the fractional knapsack problem, the setup is the same, but the thief can take fractions of
items, rather than having to make a binary (0-1) choice for each item. You can think of an item in the
0-1 knapsack problem as being like a gold ingot, while an item in the fractional knapsack problem is more
like gold dust.

Both knapsack problems exhibit the optimal substructure property. For the 0-1 problem, consider the
most valuable load that weighs at most W pounds. If we remove item j from this load, the remaining load
must be the most valuable load weighing at most W — w; that the thief can take from the n — 1 original
items excluding j. For the comparable fractional problem, consider that if we remove a weight w of one
item j from the optimal load, the remaining load must be the most valuable load weighing at most W —w
that the thief can take from the n — 1 original items plus w; —w pounds of item j. Although the problems
are similar, the fractional knapsack problem is solvable by a greedy strategy, whereas the 0-1 problem is
not. To solve the fractional problem, we first compute the value per pound v;/w; for each item. Obeying
a greedy strategy, the thief begins by taking as much as possible of the item with the greatest value per
pound. If the supply of that item is exhausted and he can still carry more, he takes as much as possible
of the item with the next greatest value per pound, and so forth until he can’t carry any more. Thus, by
sorting the items by value per pound, the greedy algorithm runs in O(nlg(n)) time. The proof that the
fractional knapsack problem has the greedy-choice property is left as exercise.

To see that this greedy strategy does not work for the 0-1 knapsack problem, consider the problem
instance illustrated in Figure m (a). There are 3 items, and the knapsack can hold 50 pounds. Item
1 weighs 10 pounds and is worth 60 dollars. Item 2 weighs 20 pounds and is worth 100 dollars. Item 3
weighs 30 pounds and is worth 120 dollars. Thus, the value per pound of item 1 is 6 dollars per pound,
which is greater than the value per pound of either item 2 (5 dollars per pound) or item 3 (4 dollars per
pound). The greedy strategy, therefore, would take item 1 first. As can be seen from the case analysis in
Figure m (b), however, the optimal solution takes items 2 and 3, leaving 1 behind. The two possible
solutions that involve item 1 are both suboptimal.

For the comparable fractional problem, however, the greedy strategy, which takes item 1 first, does
yield an optimal solution, as shown in Figure [[.14] (¢). Taking item 1 doesn’t work in the 0-1 problem
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because the thief is unable to fill his knapsack to capacity, and the empty space lowers the effective value
per pound of his load. In the 0-1 problem, when we consider an item for inclusion in the knapsack,
we must compare the solution to the subproblem in which the item is included with the solution to the
subproblem in which the item is excluded before we can make the choice. The problem formulated in
this way gives rise to many overlapping subproblems-a hallmark of dynamic programming, and indeed,
dynamic programming can be used to solve the 0-1 knapsack problem.

1.9.3 Optimal substructure

A greedy algorithm obtains an optimal solution to a problem by making a sequence of choices. For each
decision point in the algorithm, the choice that seems best at the moment is chosen. This heuristic strategy
does not always produce an optimal solution, but as we saw in the activity-selection problem, sometimes
it does. This section discusses some of the general properties of greedy methods. How can one tell if
a greedy algorithm will solve a particular optimization problem? There is no way in general, but there
are two ingredients that are exhibited by most problems that lend themselves to a greedy strategy: the
greedy-choice property and optimal substructure.

e Greedy-choice property: a globally optimal solution can be arrived at by making a locally opti-
mal (greedy) choice. Here is where greedy algorithms differ from dynamic programming. In dynamic
programming, we make a choice at each step, but the choice may depend on the solutions to subprob-
lems. In a greedy algorithm, we make whatever choice seems best at the moment and then solve the
subproblems arising after the choice is made. The choice made by a greedy algorithm may depend on
choices so far, but it cannot depend on any future choices or on the solutions to subproblems. Thus,
unlike dynamic programming, which solves the subproblems bottom up, a greedy strategy usually
progresses in a top-down fashion, making one greedy choice after another, iteratively reducing each
given problem instance to a smaller one.

Of course, we must prove that a greedy choice at each step yields a globally optimal solution, and
this is where cleverness may be required. Typically, as in the case of Theorem [1.9.1] the proof
examines a globally optimal solution. It then shows that the solution can be modified so that a
greedy choice is made as the first step, and that this choice reduces the problem to a similar but
smaller problem. Then, induction is applied to show that a greedy choice can be used at every step.
Showing that a greedy choice results in a similar but smaller problem reduces the proof of correctness
to demonstrating that an optimal solution must exhibit optimal substructure.

e Optimal substructure: An optimal solution to the problem contains an optimal solution to sub-
problem.

This property is a key ingredient of assessing the applicability of dynamic programming as well as
greedy algorithms. As an example of optimal substructure, recall that the proof of Theorem
demonstrated that if an optimal solution A to the activity selection problem begins with activity
1, then the set of activities A’ = A\ {1} is an optimal solution to the activity-selection problem
S/:{iGS : 5i2f1}~

Let us now go back to the MST problem. Suppose all edge weights are distinct (if not, we give an
arbitrary ordering among equal-weight edges). We show that an optimal tree contains optimal subtrees.

PROPRIETATE 1.9.1. Let T be a MST of the graph G = (V, E). Removing an edge (u,v) of T partitions
T into two trees Ty and Ty. Then Ty is a MST of the graph G1 = (V1, E1) and Ty is a MST of the graph
Go = (Va, E2), where V; is the set of verices of T; and E; = {(u,v) : u,v € V;}.

Demonstratie. Note that
w(T) = w(Th) + w(u,v) + w(Ty).

There cannot be a better subtree than 77 or 75, otherwise T° would be suboptimal. O



44 CAPITOLUL 1. PROBLEME DE OPTIMIZARE COMBINATORIE: TEORIA GRAFURILOR

Now the above proof demonstrates that the minimum spanning tree exhibits the nature of an optimal
substructure. In short it means that the bigger problem can be divided into small problems and the
optimal solution to the smaller problem is a part of the optimal solution to the bigger problem. In terms
of Minimum Spanning Tree, a MST T” of a sub-graph G’ of graph G is a sub-tree of the MST T of a graph
G.

1.10 Dynamic programming

Dynamic programining is both a mathematical optimization method and a computer programming method.
The method was developed by Richard Bellman in the 1950s and has found applications in numerous fields,
from aerospace engineering to economics. In both contexts it refers to simplifying a complicated problem
by breaking it down into simpler sub-problems in a recursive manner.

The term dynamic programming was originally used in the 1940s by Richard Bellman to describe the
process of solving problems where one needs to find the best decisions one after another. By 1953, he
refined this to the modern meaning, referring specifically to nesting smaller decision problems inside larger
decisions, and the field was thereafter recognized by the IEEE as a systems analysis and engineering topic.
Bellman’s contribution is remembered in the name of the Bellman equation, a central result of dynamic
programming which restates an optimization problem in recursive form.

Bellman explains the reasoning behind the term dynamic programming in his autobiography:

I spent the Fall quarter (of 1950) at RAND. My first task was to find a name for multistage decision
processes. An interesting question is, "Where did the name, dynamic programming, come from?" The
1950s were not good years for mathematical research. We had a very interesting gentleman in Washington
named Wilson. He was Secretary of Defense, and he actually had a pathological fear and hatred of the word
"research”. I'm not using the term lightly; I'm using it precisely. His face would suffuse, he would turn
red, and he would get violent if people used the term research in his presence. You can imagine how he felt,
then, about the term mathematical. The RAND Corporation was employed by the Air Force, and the Air
Force had Wilson as its boss, essentially. Hence, I felt I had to do something to shield Wilson and the Air
Force from the fact that I was really doing mathematics inside the RAND Corporation. What title, what
name, could I choose? In the first place I was interested in planning, in decision making, in thinking. But
planning, is not a good word for various reasons. I decided therefore to use the word "programming”. 1
wanted to get across the idea that this was dynamic, this was multistage, this was time-varying. I thought,
let’s kil two birds with one stone. Let’s take a word that has an absolutely precise meaning, namely
dynamic, in the classical physical sense. It also has a very interesting property as an adjective, and that
15 it’s impossible to use the word dynamic in a pejorative sense. Try thinking of some combination that
will possibly give it a pejorative meaning. It’s impossible. Thus, I thought dynamic programming was a
good name. It was something not even a Congressman could object to. So I used it as an umbrella for my
activities. (Richard Bellman, Eye of the Hurricane: An Autobiography, 1984, page 159)

The word dynamic was chosen by Bellman to capture the time-varying aspect of the problems, and
because it sounded impressive. The word programming referred to the use of the method to find an optimal
program, in the sense of a military schedule for training or logistics. This usage is the same as that in the
phrases linear programming and mathematical programming, a synonym for mathematical optimization.

The above explanation of the origin of the term is lacking. As Russell and Norvig in their book
“Artificial Intelligence: A Modern Approach” have written, referring to the above story: “This cannot
be strictly true, because his first paper using the term (Bellman, 1952) appeared before Wilson became
Secretary of Defense in 1953." Also, there is a comment in a speech by Harold J. Kushner, where he
remembers Bellman. Quoting Kushner as he speaks of Bellman: "On the other hand, when I asked
him the same question, he replied that he was trying to upstage Dantzig’s linear programming by adding
dynamic. Perhaps both motivations were true."
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Figura 1.16: Recursion tree

1.10.1 Climbing Stairs Problem

There is a staircase of n steps and you can climb either 1 or 2 steps at a time. We need to count and
return the total number of unique ways to climb the top of the staircase. The order of steps matters (see

Figure [1.15]).
e Example 1: Input: n = 1, Output: 1

Explanation: There is a unique ways of climbing the staircase: [1]
e Example 2: Input: n = 2, OQutput: 2
Explanation: There are 2 unique ways of climbing the staircase: [1,1] and [2]

e Example 3: Input: n = 3, Output: 3
Explanation: There are 3 unique ways of climbing the staircase: [1,1,1], [2,1] and [1,2]

e Example 4: Input: n = 5, Output: 8

Explanation: There are 8 unique ways of climbing the staircase: [1,1,1,1,1], [1,1,1,2], [1,1,2,1],]1,2,1,1],
[2,1,1,1], [1,2,2], [2,1,2], [2,2,1]

The brute force approach using a recursive approach

This is a counting problem where we need to count all unique ways to reach the n—th stair, but the critical
question is: how do we count all the possibilities?
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We can reach the n—th stair from (n — 1)—th stair or the (n — 2)—th stair by taking 1 and 2 steps,
respectively. So total number of ways to reach n—th stair = Total number of ways to reach (n — 1)—th
stair + Total number of ways to reach (n — 2)—th stair:

climbStairs(n) = climbStairs(n — 1) + climbStairs(n — 2)
The above function is similar to the recurrence relation of the Fibonacci sequence:
Tn)=Tnh-1)+Tn-2), T(1)=1,T(2) =2

Time complexity = O(2"). Space Complexity = O(n)

But why the time complexity is exponential times? We can visualize it better using the recursion tree
where are solving the same sub-problem again and again during the recursion (see Figure M)

There is a rough analogy : we have two choices with each stair (excluding 0—th and n—th) i.e either
we include it in the solution or exclude it. The total number of possibilities is ~ 2™, so time complexity

= 0(2").

Using the bottom-up approach of dynamic programming

Since overlapping subproblems are present in this scenario, so we can optimize the solution using dynamic
programming. Here we solve each sub-problem once, store the results in extra memory, and retrieve their
results in O(1) instead of calculating again. We need to take care of the following steps to solve the
problem using the bottom-up approach:

e Table size and structure: There is a total n + 1 of different subproblems with input sizes from 0 to
n. So we need to take the stair| | table of size n + 1 to store the solution to these sub-problems.

e Table Initialisation : Before building the solution in a bottom-up manner, we initialize the table
by using the basic version of the solution. We can get this idea from the base case of the recursive
solution. stair[l] = 1, stair[2] = 2.

e [terative structure to fill the table : Now we define the iterative structure to fill the table or build the
solution in a bottom-up manner. We can get this idea from the recursive structure of the recursive
solution. Here is an insight: recursion is coming top-down and solving the larger problem via the
solution of the smaller sub-problems. In a similar but reverse fashion, we need to go bottom-up and
combine smaller problems to build the solution for the larger problem. The total number of ways to
reach the i—th stair = Total number of ways to reach (i — 1)—th stair +Total number of ways to
reach (i — 2)—th stair:

stair[i] = stair[i — 1] + stair[i — 2].

Returning the final solution : After storing the results in the table, our final solution gets stored at
the last index of the array i.e. return stair[n].

Time and Space complexity analysis: We are running a single loop and doing constant operations at
each step of the iteration, so time complexity = O(n). Space complexity = O(n), because we are using
extra space of size n + 1.
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1.10.2 Matrix-chain multiplication

Thomas H. Cormen, Charles E. Leiserson, Ronald L. Rivest, Cliffo - Introduction to Algorithms (2009,

MIT Press)
Our next example of dynamic programming is an algorithm that solves the problem of matrix-chain
multiplication. We are given a sequence (chain) Aj, Ag, ..., A, of n matrices to be multiplied, and we

wish to compute the product
(1.2) AAy .. A,

We can evaluate the expression (1.2)) using the standard algorithm for multiplying pairs of matrices as
a subroutine once we have parenthesized it to resolve all ambiguities in how the matrices are multiplied
together. Matrix multiplication is associative, and so all parenthesizations yield the same product. A prod-
uct of matrices is fully parenthesized if it is either a single matrix or the product of two fully parenthesized
matrix products, surrounded by parentheses. For example, if the chain of matrices is Ay, Ag, As, A4 , then
we can fully parenthesize the corresponding product in five distinct ways:

How we parenthesize a chain of matrices can have a dramatic impact on the cost of evaluating the product.
Consider first the cost of multiplying two matrices. We can multiply two matrices A and B only if they
are compatible: the number of columns of A must equal the number of rows of B. If A is a p X ¢ matrix
and B is a ¢ X r matrix, the resulting matrix C' is a p x r matrix. The time to compute C' is dominated
by the number of scalar multiplications, which is pgr. In what follows, we shall express costs in terms of
the number of scalar multiplications.

To illustrate the different costs incurred by different parenthesizations of a matrix product, consider the
problem of a chain Aj, As, A of three matrices. Suppose that the dimensions of the matrices are 10 x 100,
100 x 5, and 5 x 50, respectively. If we multiply according to the parenthesization ((A1A2)As), we perform
7500 scalar multiplications. If instead we multiply according to the parenthesization (A;(AgA43)), we
perform 75000 scalar multiplications. Thus, computing the product according to the first parenthesization
is 10 times faster.

We state the matrix-chain multiplication problem as follows: given a chain Ay, Ao, ..., A, of n matrices,
where for 1 < ¢ < n matrix A; has dimension p;_1 X p;, fully parenthesize the product A1A4s... A, in a
way that minimizes the number of scalar multiplications.

Note that in the matrix-chain multiplication problem, we are not actually multiplying matrices. Our
goal is only to determine an order for multiplying matrices that has the lowest cost. Typically, the time
invested in determining this optimal order is more than paid for by the time saved later on when actually
performing the matrix multiplications (such as performing only 7500 scalar multiplications instead of
75000).

Counting the number of parenthesizations

Before solving the matrix-chain multiplication problem by dynamic programming, let us convince ourselves
that exhaustively checking all possible parenthesizations does not yield an efficient algorithm. Denote the
number of alternative parenthesizations of a sequence of n matrices by P(n). When n = 1, we have just
one matrix and therefore only one way to fully parenthesize the matrix product. When n = 2, a fully
parenthesized matrix product is the product of two fully parenthesized matrix subproducts, and the split
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Figura 1.17: Computing the optimal costs

between the two subproducts may occur between the kth and k 4+ 1st matrices for any 1 < k < n — 1.
Thus, we obtain the recurrence:

1 n=1
P(n) = n—1

ZP(k)P(n —k) n>1

k=1

The solution to the above recurrence is O(2™). The number of solutions is thus exponential in n, and the
brute-force method of exhaustive search makes for a poor strategy when determining how to optimally
parenthesize a matrix chain.

Applying dynamic programming
We shall use the dynamic-programming method to determine how to optimally parenthesize a matrix
chain. In so doing, we shall follow the four-step sequence:

(i) Characterize the structure of an optimal solution.

)
(ii) Recursively define the value of an optimal solution.
(iii) Compute the value of an optimal solution.

)

(iv) Construct an optimal solution from computed information.

We shall go through these steps in order, demonstrating clearly how we apply each step to the problem.

Step 1 Characterize the structure of an optimal solution.

For our first step in the dynamic-programming paradigm, we find the optimal substructure and then
use it to construct an optimal solution to the problem from optimal solutions to subproblems. For
convenience, let us adopt the notation A; ;, where ¢ < j, for the matrix that results from evaluating
the product A;A;+1 ... Aj. Observe that if the problem is nontrivial, i.e., 4 < j, then to parenthesize
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Step 2

Step 3
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the product A;A;41...A; , we must split the product between Ay and Ay, for some integer k in
the range ¢ < k < j. That is, for some value of k, we first compute the matrices A; r and Apiq.
and then multiply them together to produce the final product A; ;. The cost of parenthesizing this
way is the cost of computing the matrix A; , plus the cost of computing Ay, plus the cost of
multiplying them together.

In the matrix-chain multiplication problem, the optimal substructure is as follows. Suppose that
to optimally parenthesize A;A;41...A;, we split the product between Ay and Api;. Then the
way we parenthesize the “prefix” subchain A;A;11 ... Ar within this optimal parenthesization of
A;Aiq1 ... Aj must be an optimal parenthesization of 4;A; 41 ... Ag. A similar observation holds for
how we parenthesize the subchain Ay 1 Aj4o... A;j in the optimal parenthesization of A;A; 11 ... Aj:
it must be an optimal parenthesization of Ap11Axi2... A;j .

Now we use our optimal substructure to show that we can construct an optimal solution to the
problem from optimal solutions to subproblems. We have seen that any solution to a nontrivial
instance of the matrix-chain multiplication problem requires us to split the product, and that any
optimal solution contains within it optimal solutions to subproblem instances. Thus, we can build an
optimal solution to an instance of the matrix-chain multiplication problem by splitting the problem
into two subproblems (optimally parenthesizing A;, A;y1,..., Ar and Agy1, Aggo, ..., A;), finding
optimal solutions to subproblem instances, and then combining these optimal subproblem solutions.
We must ensure that when we search for the correct place to split the product, we have considered
all possible places, so that we are sure of having examined the optimal one.

Recursively define the value of an optimal solution.

Next, we define the cost of an optimal solution recursively in terms of the optimal solutions to
subproblems. For the matrix-chain multiplication problem, we pick as our subproblems the problems
of determining the minimum cost of parenthesizing A;, A;11,...,A4; for 1 <i < j < n. Let m[i, j]
be the minimum number of scalar multiplications needed to compute the matrix A; ;; for the
full problem, the lowest cost way to compute A;_, would thus be m[l,n]. We can define mli, j]
recursively as follows:

0 1=
(13) mi =4 | .

min {m[i, k] +m[k + 1, j] + pi—ipkp;} >

1<k<j
The m[i, j] values give the costs of optimal solutions to subproblems, but they do not provide all
the information we need to construct an optimal solution. To help us do so, we define s[i, j] to be
a value of k£ at which we split the product A;, A;y1,...,A; in an optimal parenthesization. That is,
s[i, j] equals a value k such that m[i, j] = m[i, k] + m[k + 1, j] + pi—1pkp;-

Computing the optimal costs

At this point, we could easily write a recursive algorithm based on recurrence (1.3)) to compute the
minimum cost m[i, j| for multiplying Aj, Ag,..., A,. This recursive algorithm takes exponential
time, which is no better than the brute-force method of checking each way of parenthesizing the
product.

Observe that we have relatively few distinct subproblems: one subproblem for each choice of ¢ and j
satisfying 1 <i < j < n, or C24+n = O(n?). A recursive algorithm may encounter each subproblem
many times in different branches of its recursion tree. This property of overlapping subproblems
is the second hallmark of when dynamic programming applies (the first hallmark being optimal
substructure). Instead of computing the solution to recurrence recursively, we compute the
optimal cost by using a tabular, bottom-up approach.
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The algorithm first computes mli,7] = 0 for 1 < ¢ < n (the minimum costs for chains of length
[ =1). It then uses recurrence to compute m[i,i + 1] for 1 < i < n — 1 (the minimum costs
for chains of length [ = 2). Then, it computes m[i,i + 2] for 1 <4 < n — 2 (the minimum costs for
chains of length | = 3), and so forth. At each step, the m][i, j] cost depends only on table entries
mli, k] and m[k + 1, j] already computed.

Figure illustrates this procedure on a chain of n = 6 matrices. Since we have defined m[i, j]
only for ¢ < j, only the portion of the table m strictly above the main diagonal is used. The figure
shows the table rotated to make the main diagonal run horizontally. The matrix chain is listed along
the bottom. Using this layout, we can find the minimum cost m[i, j] for multiplying a subchain
Ai, Aigt,. .., Aj of matrices at the intersection of lines running northeast from A; and northwest
from A; . Each horizontal row in the table contains the entries for matrix chains of the same length.
The algorithm computes the rows from bottom to top and from left to right within each row. It
computes each entry mli, j] using the products p;_1pgp; for k = i,i+1,...,5 — 1 and all entries
southwest and southeast from m/[i, j].

A simple inspection of the nested loop structure of the algorithm yields a running time of O(n?) for
the algorithm. The loops are nested three deep, and each loop index (,, and k) takes on at most
n—1 values. The algorithm requires O(n?) space to store the m and s tables. Thus, the algorithm is
much more efficient than the exponential-time method of enumerating all possible parenthesizations
and checking each one.

Step 4 Constructing an optimal solution

Although the previous algorithm determines the optimal number of scalar multiplications needed
to compute a matrix-chain product, it does not directly show how to multiply the matrices. The
table s[1...n — 1;2...n] gives us the information we need to do so. Each entry s[i,j] records
a value of k such that an optimal parenthesization of A;A;y;...A; splits the product between
Ag and Agy1. Thus, we know that the final matrix multiplication in computing A;._, optimally is
Aq sin]As[in]+1..n- We can determine the earlier matrix multiplications recursively, since s[1, s[1, n]]
determines the last matrix multiplication when computing Ay 1, and s[s[1,n] + 1,n] determines
the last matrix multiplication when computing A ,)41..n-

In the example of Figure the optimal parenthesization is ((A;(A243))((A445)A46)).

1.11 Problema celui mai scurt drum

In teoria grafurilor, problema, celui mai scurt drum consta in a gasi un lant intre doua varfuri (sau noduri)
intr-un graf, astfel incit suma ponderilor muchiilor sale constitutive sd fie minima. Problema celui mai
scurt drum poate fi definitd pentru grafuri indiferent dacd sunt nedirectionate sau directionate. Pentru
grafurile directionate, definitia celui mai scurt drum necesitd ca varfurile consecutive sa fie conectate
printr-o muchie directionata adecvat.

Fie un graf G = (V, E) cu o functie pondere w : E — R. Reamintim cd doud varfuri ale lui G sunt
adiacente atunci cand perechea celor doud varfuri este in E iar un lant este o succesiune de varfuri
P = (v1,v9,...,0,) € VXV x--- xV astfel incat v; este adiacent cu v;41 pentru 1 < i < n (un astfel
de lant P se numeste lant de lungime n — 1 de la v; la v,). Ponderea unui lant P = (vy,ve,...,v,) este

datd de numarul:
1

w(P) = w(vi, Vit1)-
1

3
|

i

DerINITIE 1.11.1. Fiind date doud noduri u,v € V, cel mai scurt drum de la u la v este un lant
P = (vi,v9,...,v,), unde v = u si v, = v, care are ponderea w(P) minimd.
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DEFINITIE 1.11.2. Problema celui mai scurt drum de la uw la v constd in gdsirea celui mai scurt drum de la
u la v care, atentie, poate sd nu fie unic. Problema ponderii celui mai scurt drum de la u la v este gdsirea
cantitatii:
d(u,v) = min{w(P) | P lant de la u la v}.
Cand fiecare muchie din graf are pondere unitara (w : E — {1}), problema celui mai scurt drum de la
u la v este echivalentd cu gasirea lantului cu cele mai putine muchii de la u la v.
In rezolvarea problemei celui mai scurt drum de la u la v pot apirea doui obstacole:

1. Nodurile u si v nu sunt conectate (nu existd niciun drum de la u la v). In acest caz vom pune
d(u,v) = 0.

2. Exista cicluri de pondere negativa in graf. Putem avea drumuri de la u la v de lungime oricat de
micé, caz in care vom pune §(u,v) = —00.

Problema celui mai scurt drum definitd mai sus este numitd uneori si problema celui mai scurt drum
cu o singura pereche, pentru a o distinge de urmatoarele variante:

(i) Problema celui mai scurt drum cu o singura sursd, in care trebuie si gisim cel mai scurt drum de la
un varf sursd u la toate celelalte varfuri din graf.

(ii) Problema celui mai scurt drum cu o singurd destinatie, in care trebuie sa gisim cel mai scurt drum
de la toate varfurile din graful directionat la un singur varf de destinatie v. Aceasta poate fi redusa la
problema celui mai scurt drum cu o singurd sursd, prin inversarea arcurilor din graficul directionat.

(iii) Problema celui mai scurt drum pentru toate perechile, in care trebuie sa gisim cel mai scurt drum
intre fiecare pereche de varfuri u,v din graf.

Aceste generalizdri au algoritmi semnificativ mai eficienti decdt abordarea simplistd de a rula un
algoritm pentru cel mai scurt drum cu o singurid pereche pe toate perechile relevante de varfuri. Cei mai
importanti algoritmi pentru rezolvarea acestei probleme sunt:

e Algoritmul lui Dijkstra rezolvi problema celui mai scurt drum cu o singuri sursi cu ponderi neneg-
ative.

e Algoritmul Bellman—Ford rezolva problema celui mai scurt drum daca ponderile pot fi negative.

e Algoritmul de ciutare A* rezolvi problema celui mai scurt drum cu o singurd pereche, folosind
ciutarea euristicd pe care incercd apoi si o accelereze.

e Algoritmul Floyd-Warshall rezolva problema celui mai scurt drum pentru toate perechile.

e Algoritmul lui Johnson rezolvi problema celui mai scurt drum pentru toate perechile si poate fi mai
rapid decat Floyd-Warshall pe grafuri rare.

e Algoritmul Viterbi rezolva problema celui mai scurt drum stocastic cu o pondere probabilistad supli-
mentard pe fiecare nod.

1.11.1 Proprietati ale problemei celui mai scurt drum
Substructura optimala a celui mai scurt drum

Algoritmii pentru determinarea celui mai scurt drum se bazeazd in mod obisnuit pe proprietatea conform
careia cel mai scurt drum intre doud varfuri contine alte cele mai scurte drumuri in el. Reamintim ca acea
substructura optimala este unul dintre indicatorii cheie ai programarii dinamice si ai metodelor geedy.
Algoritmul lui Dijkstra, pe care il vom studia in sectiunea urmaéatoare este un algoritm greedy, pe cand
algoritmul Floyd-Warshall este un algoritm de programare dinamici. Urmitoarea lema afirmi mai precis
proprietatea de substructurd optimald a problemei celui mai scurt drum.
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LEMA 1.11.1. (Subdrumurile celor mai scurte drumuri sunt cele mai scurte drumuri) Avdnd in un graf
ponderat, directionat, G = (V, E) cu functia pondere w : E — R, fie P = (vg,v1,...,v;) drumul cel mai
scurt de la varful v la varful vy, si, pentru oricare i si j astfel incdt 0 <i < j <k, fie Pij = (v, Vit1,...,0;)
subdrumul de la varful v; la varful v;. Rezultd ca P;j este cel mai scurt drum de la v; la v;.

Demonstratie. Daca descompunem drumul P in vy P—> Vi ? vj P—> vk, atunci avem ca
01 ij Fl

w(P) = w(Po;) +w(Fj) + w(Pj)-

Acum, sa presupunem ca exista un drum Pj; dela i la j cu ponderea w(F/;) < w(F;;). Apoi vg -
0% P!,
]

vj P—> vi este un drum P’ de la vy la v, a cirui pondere
jk

w(P") = w(Po;) +w(P;;) + w(Pjg),

este mai mica decat w(P), ceea ce contrazice ipoteza conform careia P este cel mai scurt drum de la vg la

Vi - ]

Inegalitatea triunghiului

LEMA 1.11.2. (Inegalitatea triunghiului) Pentru orice muchie (u,v) € E, avem cd
0(s,v) <6(s,u) + w(u,v).

Demonstrafie. S& presupunem cd P este cel mai scurt drum de la sursa s la varful v. Atunci P are
ponderea mai mica decit a oricdrui alt drum de la s la v. Mai exact, drumul P are o podere care nu este
mai mare decit a celui particular care constd din cel mai scurt drum de la sursa s la varful w la care se
adauga muchia (u,v). O

1.11.2 Algoritmul lui Dijkstra

Algoritmul lui Dijkstra rezolva problema celui mai scurt drum cu o singura sursa (giseste lanturi de pondere
minimé de la un nod sursd la fiecare dintre celelalte noduri ale grafului) in cazul unui graf ponderat si
directionat G = (V, E), presupunind ci toate ponderile muchiilor sunt nenegative. Prin urmare,
in aceastd sectiune presupunem ca w(u,v) > 0 pentru fiecare muchie (u,v) € E. Aceastd presupunere ne
asigurd ca nu avem cicluri de pondere negativa, si drept consecintd, dacd existd cel putin un drum de la
nodul sursa la un alt nod, atunci exista si cel mai scurt drum de la nodul sursa la acel nod.

Edsger Wybe Dijkstra (pronuntie neerlandezd: deikstra; n. 11 mai 1930, Rotterdam, Tarile de Jos
~d. 6 august 2002, Nuenen, Tarile de Jos) a fost un informatician olandez, programator, inginer de
software si de sisteme, eseist in stiintd si pionier in stiinta informaticd. Si-a luat licenta in fizicd teoretica
la Universitatea din Leiden. Dupd o perioada de lucru ca programator la Mathematisch Centrum (Amster-
dam) din 1952 pand in 1962, a devenit profesor de matematica la Universitatea de Tehnologie Eindhoven
(1962-1984) si mai apoi a detinut catedra Schlumberger Centennial in stiinte informatice la Universitatea
Texas din Austin din 1984 pand la pensionarea sa in 1999. Dijkstra a ramas celebru pentru algoritmul
drumului minim intr-un graf, algoritm care-i poartd numele, care a fost conceput in 1956 si publicat trei
ani mai tarziu. In 1972, a devenit prima persoand care nu era nici americand nict britanicd care a cdstigal
premiul Turing. Ideile principale ale algoritmului lui Dijkstra sunt:

e Fie vy varful sursa. Algoritmul retine o multime A de varfuri v pentru care problema ponderii celui
mai scurt drum de la vy la v a fost rezolvatd si un vector D care contine cea mai scurti distanti
cunoscuta la acel moment de la vy la toate celelalte noduri din V.
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Figura 1.18: Algoritmul lui Dijkstra

e La inceput, putem lua A = {v;}, deoarece neavand ponderi negative d(vy,v1) = 0 si deci cunoastem
ponderea celui mai scurt drum de la vy la v; . De asemenea, punem D(1) = 0 si D(j) = oo pentru

Jj# 1
e La fiecare pas i > 1 se fac doud operatii:
— Se actualizeaza vectorul D cu cea mai scurtd distantd cunoscutd de la vy la toate celelalte

varfuri. De fapt se pot schimba doar acele componente D(j) ale lui D cu proprietatea ca nodul
vj € V'\ A este adiacent unui nod din A (existd o muchie (v,v;) cu v € A).

— Se adaugd la A un nou varf v; € B := V' \ A pentru care problema ponderii celui mai scurt
drum de la vy la v; este rezolvata. Acest v; va fi acel nod pentru care D(j) corespunzitor este
minim (alegere “greedy”).

e Algoritmul se termind cand A =1V.

Putem acum detalia Algoritmul lui Dijkstra: Nodul initial este v1. D(j) este cea mai scurta distanta
cunoscuta de la vy la v; € V.

1. A={u}, B=V\ A, D(1) =0, D(j) = 00, j # 1.

2. Dacid B = () atunci algoritmul se termina. Altfel, se updateazd distanta la fiecare varf v; € B

adiacent la A astfel:
D(j) = miny,ea{D(j), D(7) + w(vi, v;)}

(relaxarea muchiei (vj, vj)).



o4 CAPITOLUL 1. PROBLEME DE OPTIMIZARE COMBINATORIE: TEORIA GRAFURILOR

3. Fie k cu D(k) = miny,ep{D(j)}. A= AU{vx}, B= B\ {vt}. Se merge din nou la 2.

4. Se listeaza toate laturile (v;,v;) cu D(j) = D(i) + w(v;,vj). Fiecare laturd (v;,vj) cu aceastd
proprietate se afla pe lantul cel mai scurt de la v la v;.

Pentru a ne convinge de corectitudinea algoritmului sa observam ca:

(I.) Pentru orice varf vj, D(j) > d(v1,v;).

La initializare relatiile sunt evident adevarate: D(1) = 0 = 6(v1,v1), D(j) = oo > 6(v1,v;)
pentru j # 1.

Prin reducere la absurd, presupunem ca existd un indice j pentru care D(j) < d(v1,v;) la un
anumit pas. Vom considera, fard a pierde din generalitate, prima datd cand se intampla acest
lucru, deci avem ci existd v; in A cu proprietatea ca

D(i) + w(v;, vj) < 6(v1,v5).

Cum v; € A, din ipoteza de inductie avem ca D(i) > 6(v1,v;) si am ajuns la o contradictie cu
inegalitatea triunghiului.

(IT.) Daca v; € Asi existd un cel mai scurt drum de la vy la v; de forma P = (v1, ..., v;,v;), atunci la pasul
urmator introducerii lui v; in A si dupa updatarea distantelor de la vy la v; avem ca D(j) = §(v1, vj).

Intr-adevar, avem ci §(vy,v;) = w(P) = w(P')+w(v;,v;), unde P’ = (vy, ..., v;) este sublantul
lui P rezultat prin eliminarea lui v;. Din proprietatea de substructura optimald, avem ca

d(v1,v;) = w(P’), deci
6(v1,v5) = 0(v1, vi) + w(vi, v;) = D(i) + w(vi, vj) = D(j).
Cum deja gtim de la punctul (I.) ca D(j) > d(v1,v;), rezulta ca D(j) = 0(v1,vy).
(III.) Daca v; € A atunci D(7) nu se mai modifica (evident din algoritm).

(IV.) La sfarsitul algoritmului avem ca D(j) = 6(v1,v;) pentru orice v; € V (corectitudinea algoritmului
Dijkstra).

Conform proprietatii (ITI.), este suficient sd ardtam cd D(j) = d(vi,v;) cand v; este addugat
lui A. Presupunem prin reducere la absurd, cd v; este primul nod care urmeaza sa fie adaugat
la A si pentru care D(j) > d(vi,v;). Fie P = (v1,...,v;) cel mai scurt drum de la vy la v;.
Cum vy € A siv; ¢ A existd o laturd (vg,vp,) a grafului care se gaseste in P si pentru care
v € Asivy ¢ A. Cum v, se afld deja in A, ipoteza de inductie ne asigurd cad D(k) = 6(v1, vg).
Din (II.) rezultd c& D(m) = §(v1,vym). De asemenea, cum subdrumul P’ = (vy, ..., vk, vp) al
lui P este un cel mai scurt drum, rezultd ca

D(m) = 6(v1,vm) < w(P) = 0(v1,vy).

Acum, datorita faptului ca v; este cel ce urmeaza a fi adaugat la A conform alegerii “greedy”
avem cé

D(j) < D(m).

Din cele doua relatii de mai sus rezultd ca D(j) < d(vi,v;), ceea ce contrazice ipoteza ca
D(j) > 6(v1,vj). Corectitudinea algoritmului Dijkstra este demonstrata.

Avem si urmatoarele proprietati:
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e Pentru orice varf v;, D(j) reprezinta distanta de la v; la v; de-a lungul lantului de lungime minima
ce contine numai varfuri din A

e Pentru orice varf v; din A si v, ¢ A, D(j) < D(k).

Ecuatia functionald a Programérii Dinamice pentru problema celui mai scurt drum: daca f este functia
definiti astfel:

f(j) := lungimea celui mai scurt drum de la v la v; € V(= 6(v1,v;5)),

atunci se verifica ecuatia functionala

(1.4) fG) = min — {f(i) +wv,wy)} vy €V \{u}

v, €V w(v;,v5) <00
Justificarea lui (L.4) constd in urmatoarele doua afirmatii evidente:

e Drumul minim de la v la v; trece printr-un nod v; cu w(v;,v;) < oo, ultima latura a drumului
minimal este (v;,v;) cu w(v;,v;) < o0.

e Substructura optimala : Daca v; este un nod prin care trece cel mai scurt drum de la vy la v; atunci
acest drum contine si cel mai scurt drum de la v; la v;.

Ecuatia (1.4) nu este un algoritm ci o proprietate a lui f care trebuie si se verifice (conditie de
optimalitate). Daca incercam si folosim ((1.4]) ca algoritm vom ajunge sa apelam f(j) pentru calculul lui
f(j) atunci cand avem un ciclu in graf. Cum putem gisi functia f care verifica (1.4)?

e Metode directe: transformarea lui (1.4) intr-un proces recursiv. Este folositd in cazul in care se
poate rezolva recursiv ecuatia (|1.4) si anume atunci cand pentru calculul lui f(j) nu avem nevoie
decat de valori f(i) calculate anterior. Acesta este doar cazul grafurilor aciclice.

e Metode de aproximatii succesive: este datd o aproximatie initiald a lui f care este succesiv imbunatatita
pand cand nu mai sunt posibile imbunititiri. Metodele diferd atat prin modul in care updatarea
functiei este realizata cat si prin ordinea in care este facut mecanismul de updatare.

— Pentru aproximarea initiald se ia F'(1) =0, F(j) = oo, vj € V \ {vi}.
- F(j) = minwev;w(vivw)@o{F(i) + w(vi, vj)} jeV\{1}. (Metoda “Pull")
— F(i) = min{F(3), F'(j) + w(vj,v;)} v € V\{v}, w(vj,v;) <oo. (Metoda “Push")

S& observam ci metoda “Push” este cea care se folosegte in algoritmul Dijkstra la updatarea vectorului D,
cu mentiunea cd acolo doar pentru elementele v; care nu sunt in A are loc aceasta updatare. Algoritmul
lui Dijkstra este unul “greedy” datorita alegerii de la pasul 3. Dup4a cele explicate mai sus, exista totusi o
legatura stransa a algoritmului Dijkstra cu programarea dinamica la modalitatea de updatare a vectorului
D. (Moshe Sniedovich, Dijkstra’s algorithm revisited: the dynamic programming connexion, Control and
Cybernetics vol. 35 No. 3 (2006)).
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Dijkstra

Figura 1.20: Algoritmul Bellman-Ford

1.11.3 Algoritmul Bellman-Ford

Algoritmul Dijkstra nu functioneaza daca graful are ponderi negative (vedeti exemplul din Figura .
Algoritmul Bellman-Ford rezolvd problema celui mai scurt drum cu o singurd sursa in cazul general in
care ponderile muchiilor pot fi negative. Dat un graf ponderat directionat G = (V, E) cu sursa v; € V si
ponderea w : E — R, algoritmul Bellman-Ford indica daca exista sau nu cicluri de pondere negativa care
sunt accesibile de la nodul sursi. Daca exista un astfel de ciclu, algoritmul returneaza faptul ci nu exista
solutie. Daca nu existd niciun astfel de ciclu, algoritmul produce cele mai scurte drumuri de la nodul sursa
la toate nodurile precum si ponderile lor.

Vom detalia acum algoritmul Bellman-Ford: Nodul initial este v1. D(j) este cea mai scurta distanta
cunoscutd de la vy la v; € V.
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2. Pentru fiecare 1 <i < |V| -1

2.1. Pentru fiecare muchie (vg,v;) € E

Dacd D(j) > D(k) 4+ w(vg, v;)
D(j) = D(k) + w(vk, v))
(relaxarea muchiei (vg,v;)).

3. Pentru fiecare muchie (vg,v;) € E

3.1 Daca D(j) > D(k) + w(vg,v;) atunci Ezistd un ciclu de pondere negativd si algoritmul se
opreste.

3.2 Altfel 6(vi,v;) = D(j).

In cele ce urmeaza vom demosnstra conrectitudinea algoritmului Bellman-Ford.

THEOREM 1.11.1 (Convergenta algoritmului Bellman-Ford). Fie G = (V, E) un graf directionat cu pon-
derea w : E — R i nodul sursd vi. Daca G nu conline cicluri de pondere (strict) negativd la care
se poate ajunge din vy, atunci dupd instructiunile 2. din algoritmul Bellman-Ford de mai sus avem ca
D(i) = 0(v1,v;) pentru orice v; € V.

Demonstratie. Consideram orice nod v; la care se poate ajunge din vy si fie P = (vq, v9,...,v;) un cel mai
scurt drum de la v; la v; cu un numar minim de laturi. Lantul P este simplu (dacd ar avea cicluri - pot
fi cicluri de pondere zero -, nu ar mai avea numarul minim de laturi) gi prin urmare are cel mult |V|—1
laturi, deci ¢ < |V|. Vom arita prin inductie dupa j (1 < j < i < |V]) ca D(j) = §(v1,v;). In plus, vom
avea aceastd egalitate la sfargitul iteratiei j din [2.].

(i) Cum D(1) = 0 la initializare, Proprietatea (I.) din cursul precedent implicad 0 > §(v1,v1). Pe de
alta parte, neavand cicluri de podere negativa prin ipoteza, rezulta cd §(vi,v1) > 0. Prin urmare
0= D(l) = 5(1]1,1]1).

(ii) Presupunem ca la sfarsitul iteratiei j din [2.] avem D(j) = d(v1,v;), pentru orice j < k <1 < |V
gi aratdm cd D(k) = §(v1,vg) la sfargitul iteratiei k& din [2.]. Cum sub-lantul P’ = (v1,v2, ..., vk_1)
este un cel mai scurt drum de la v la vy (proprietatea de substructurd optimald), avem ca
w(P") = d(vi,vk—1) = D(k — 1) (ultima egalitate fiind adevirata conform ipotezei de inductie).
Conform Proprietatii (II.) din cursul precedent, rezulta ca §(v1, vk—1) +w(vg—1,vk) = d(v1, vg). Prin
urmare, la sfargitul iteratiei k£ din [2.], avem ca

D(k) < D(k — 1) + w(vk—1,vk) = 6(v1,vk—1) + w(vk—1,0%) = 6(v1, vg).

Cum Proprietatea (I.) din cursul precedent implicad D(k) > 6(v1,vg), obtinem ca D(k) = d(vy,vg) si
demonstratia se incheie.

Inductia de mai sus ne aratd cd D(i) = §(v1,v;) si demonstratia teoremei se incheie. O

COROLAR 1.11.1. Dacd la sfarsitul instructiunilor [2.] ale algoritmului Bellman-Ford avem cd D(i) >
d(v1,v;) pentru un v; € V, atunci graful G confine cicluri de pondere (strict) negativa la care se poale
ajunge din vy.

Demonstratie. Evident conform teoremei de mai sus. ]

COROLAR 1.11.2 (Neconvergenta Algoritmului Bellman-Ford). Daca la sfargitul instructiunilor [2.] ale
algoritmului Bellman-Ford avem cd existd o muchie (vj,v;) € E pentru care D(j) > D(k) + w(vg,vj),
atunci graful G contine cicluri de pondere (strict) negativa la care se poate ajunge din v;.
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Demonstratie. Dacd D(k) > 6(vi,vg), din Corolarul precedent obtinem ca graful G contine cicluri de
pondere (strict) negativa la care se poate ajunge din v;. Daca D(k) = d(vy,vg), fie P = (v1,...,vx) un
cel mai scurt drum de la v; la v, Supra-drumul P’ = (v, ..., v, v;j) are proprietatea ca

d(v1,v5) < w(P') = w(P) + w(v,v;) = 6(v1, vk) + w(vk, v5) = D(k) + w(v, v;) < D(),

gi prin urmare Corolarul precedent implica din nou c& graful G contine cicluri de pondere (strict) negativa
la care se poate ajunge din v;. O

Algoritmul Bellman-Ford urmeaza o abordare de programare dinamica. Ca si alte probleme de progra-
mare dinamicé, algoritmul calculeaza cel mai scurt drum intr-o maniera de jos in sus. Mai intai determina
cel mai scurt drum cu cel mult o muchie in traseu. Apoi, determini cel mai scurt drum cu cel mult 2
muchii si asa mai departe. Dupa iteratia i a buclei exterioare de la |2.], se determind cel mai scurt drum
cu cel mult ¢ muchii. Pot exista maxim |V| — 1 muchii in orice drum simplu, de aceea bucla exterioara
ruleaza de |V| — 1 ori. Presupunénd cd nu existd niciun ciclu de pondere negativa, daci am determinat
drumurile cele mai scurte cu cel mult ¢ muchii, atunci o noud iteratie pe toate muchiile garanteaza ca va
da cel mai scurt drum cu cel mult (¢ + 1) muchii. Valorile intermediare sunt stocate si utilizate pentru
valorile de la nivelul urmator. Algoritmul Bellman-Ford, ca si algoritmul lui Dijkstra, foloseste metoda de
relaxare a muchiilor, dar nu si metoda greedy.

1.12 Divide and Conquer Algorithms

The divide-and-conquer method is a powerful strategy for designing asymptotically efficient algorithms.
For divide-and-conquer, you solve a given problem (instance) recursively. If the problem is small enough
- the base case - you just solve it directly without recursing. Otherwise - the recursive case - you perform
three characteristic steps:

e Divide the problem into one or more subproblems that are smaller instances of the same problem.
e Conquer the subproblems by solving them recursively.
e Combine the subproblem solutions to form a solution to the original problem.

A divide-and-conquer algorithm breaks down a large problem into smaller subproblems, which them-
selves may be broken down into even smaller subproblems, and so forth. The recursion bottoms out when
it reaches a base case and the subproblem is small enough to solve directly without further recursing.

1.12.1 Matrix multiplication

We define matrix multiplication as follows. We start with two matrices A and B that are compatible in
the sense that the number of columns of A equals the number of rows of B. (In general, an expression
containing a matrix product AB is always assumed to imply that matrices A and B are compatible.) If
A = (aij)1<i<m is an m x n matrix and B = (bj;)1<i<, is an n x p matrix, then their matrix product

1<j<n 1<j<p
C = AB is the m x p matrix C = (¢;j)1<i<m, Where
1<j<p
n
(1.5) cij =Y agby i=1,2,..m j=12.p.
k=1

If we implement matrix multiplication in the straightforward manner based on equation (1.2), assuming
that the matrices are square m = n = p, we performs n® multiplications and n?(n — 1) additions, and its
running time is O(n?).
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Let us present in the remaining part of the section Strassen’s obsable recursive algorithm for multiplying
n X n matrices that runs in O(nlg7) ~ O(n?8!) time. For sufficiently large n, therefore, it outperforms
the naive O(n3) matrix-multiplication algorithm.

Let n be an even number and A, B € M,,(R) two matrices decomposed as follows

A11 A12 Bll B12
(1.6) A= ., B=

A21 A22 B21 322
where A;j, Bij € M,,/5(R). We have that

A11B11 + A12B21 A11Bia + A12Bgs
(1.7) C=AB= .

Ao1B11 + A22Bo1  A21B12 + Az Bao

Suppose that C is decomposed like A and B,
Cn Ciz
C= )
Co1 Cx

C11 = A11B11 + A12Boy
Ci12 = A11 B2 + A12B22
Co1 = A21B11 + A22Bay
Co2 = A21B12 + A2 Bas.

then
(1.8)

To compute A;; By, we need N.(n/2) = 2%3 — %2 then to compute C' the number of operations will be

(1.9) Nl(n) = 8N.(n/2) + 4(n/2)? = 2n® —n? = N.(n),

and this method is no faster than the ordinary one. Let us obs that we need 8 multiplications and 4
additions. Thus, the biggest number is the multiplications.
In 1969 mathematician V. Strassen proposed a new way to compute C = AB A, B € M3(R)

ail a2 b1 b2 c11 ci12
A = , B = , C =
a1 a2 bo1 b2 Co1 €22

p1 = (a11 + a22)(bi1 + ba2)

p2 = (az1 + az2)biy

p3 = a11(bi2 — ba2)

(1.10) P4 = a2(—b11 + ba1) ;
ps = (a11 + a12)bao

Pe = (—a11 + az1) (b1 + b12)
p7 = (@12 — a22)(ba1 + ba2)

as follows

€11 =P1 + P4 — D5 + D7
C12 = P3 + D5
C21 = P2 + D4
C22 = P1 +P3 — P2 + Pé-

The number of operations is: 7 multiplications and 18 additions, with a total of 25. It is true that the
total number of operations is higher than in the classical method (N.(2) = 12) but it is important that
the number of multiplications is one less than in the classic method.

We will now combine Strassen’s method with block multiplication. Let m be an even number and
A, B € M, (R) two decomposed matrices as in ([1.6)). Suppose that the product C' = AB is given by (1.8
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where however the components are calculated as in ([1.10))

Py = (A1 + Ag2)(B11 + Ba2)
Py = (A1 + As)Bni

P3 = Ay1(B12 — Ba2)

(111) P4 = AQZ(_BII + Bgl)

Ps = (A1 + A12)Bao

Ps = (—Ai1 + A2 )(Bi1 + Bi2)
Pr = (A12 — A22)(B21 + Bao)

Ch=P+P—P+ Py
Cio=P3+ b5

’ Con=P+F
Coyo=P +P;—P,+ PF;.

If for the calculation of a product of two matrices of size r we need N (r) operations, then for calculation
of C' we need a number of operations equal to

2 9
(1.12) N(n)=7N (2) +18 (ﬁ> — 7N (E) 1202
2 2 2
Suppose that n = 2F, k > 1. We have that

N(n) = N(2F) =7N(©2F1) + %2% =7°N(2F2) + 7%2%*2 + gz% — =

_ 7k—1N(1) + % (2% 4o792(k=1) 4 202(k=2) 7k—224) _

9 G k2 (11
_ k-1 _ k-1 2k \ 4 _
=7 +22k(1+22+24+~--+22(k 2))‘7 +92 ST T

= 7k_1 + 48 <7k_1 — 4k_1) — 7l€+1 —12 4k‘ — 7210g2(7)k —12 22]{3 — 7n10g2(7) _ 12”2
Therefore, the number of operations with the Strassen algorithm is equal with
(113) Ns _ 7n10g2(7) _ 12”2 _ O(n10g2(7)) ~ (’)(n2'807)

which, asymptotically compares favorable with the number N, given by (??), that is O(n?). This means
that N.(n)
. s\n)
ANy

OBSERVATIE 1.12.1. The Strassen algorithm gives asymptotically long results better (i.e. for large n). For
small n however the classic method is better.

N.(n) < N4(n) & 213 + 11n? < 7'M o 5 < 32,

OBSERVATIE 1.12.2. Starting with the discovery of this algorithm al the history of improvement was opened
to Strassen asymptotic of the methods. It has become more and more relevant in our era, when there were
needs for solving systems with extremely large n.

The discussion on the minimum number of operations continues today. Algorithms with o number of
operations were discovered O(n*37%) (Coppersmith & Winograd, 1987) but conjecture that O(n?) can be
reached! Anyway, it cannot go below it (because there are n® elements in matriz C).

OBSERVATIE 1.12.3. Direct application of the Strassen algorithm consists in calculating the matrices Py,
Py, ...,P; gnd after that of the matrices C11, Cio, Co1, Cos. We will need two intermediate matrices for
retaining operands from P malriz expressions and seven other matrices for retaining P matrices. in total,
we will need 9(n/2)? additional positions per step.

Although this shortcoming can be improved, nevertheless the Strassen method will require more memory
than the method classic. Also, data manipulations in the method Strassen affects the total time required.
The superiority of the method Strassen will only be seen for very large matrices (depending by the computer
used for n between 32 and 128).
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Figura 1.21: Graf asociat sistemului de constrangeri cu diferente din Exemplul 1

1.13 O problema de programare liniara

Capitolul urmator studiaza problema generald de programare liniara, in care dorim si facem optimizarea
unei functii liniare supuse unor restrictii sub forma unui set de inegalititi liniare. In aceastd sectiune,
vom investiga un caz special de programare liniard pe care il reducem la gasirea celui mai scurt drum
cu o singurd sursd. Apoi putem rezolva problema care rezultd prin rularea algoritmului Bellman-Ford,
rezolvandu-se astfel si problema de programare liniara.

Consideram A € M, »(R), b € R" si ¢ € R™. Problema programarii liniare constd in maximizarea

t

functiei obiectiv liniard c¢'z supusd unor constrangeri liniare Az < b, care in forma matriceala se scrie:

maximizati clx
(1.14)
x verifica Az <b

Uneori nu ne pasa cu adevarat de functia obiectiv; dorim doar s& gasim solutiile fezabile, adicad orice
vector x care satisface Ax < b, sau si ardtdm ci nu existd o solutie fezabila. Ne vom concentra asupra
unei astfel de probleme de fezabilitate.

Sisteme de constrangeri cu diferente

Intr-un sistem de constrangeri cu diferente, fiecare rdnd al matricii A contine un 1 si un —1, iar toate
celelalte intrari ale lui A sunt 0. Astfel, constrangerile date de Az < b sunt o multime de m constrangeri
care implicd n necunoscute, in care fiecare constrangere este o inegalitate liniari simpld de forma:

Putem interpreta sistemele de constrangeri cu diferente din punct de vederee al teoriei grafurilor. Dat
sistemul de de constrangeri cu diferente Ax < b vedem matricea A ca transpusa unei matrici de incidenti
pentru un graf cu n noduri si m muchii. Fiecare nod ¢ al grafului corespunde unei variabile x;. Fiecare
muchie directionatd a grafului corespunde unei constrangeri care contine doud variabile. Mai precis, dat
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sistemul de constrangeri Ax < b, graful corespunzitor directionat gi ponderat este G = (V, E), unde
V = {vo,v1,v2,...,0,},
E = {(vi,v;) : xj —x; < by, este o constranger} U {(vo, v1), (vo, v2), ..., (vo,vn)},
w(v;,vj) =bg, 1 <k<m, wv,v;) =0, 1<i<n.

Graful G contine varful suplimentar vy care, asa cum vom vedea in curand, garanteazd ca graful are un
varf de la care se pot atinge toate celelalte varfuri. Prin urmare, multimea de varfuri V consta din cate un
varf v; pentru fiecare necunoscutd x;, plus varful suplimentar vg. Multimea de muchii £ contine o muchie
pentru fiecare constrangere cu diferente, plus cate o muchie (vg,v;) pentru fiecare necunoscutd x; . Daca
xj —x; < by este o constrangere cu diferente, atunci ponderea muchiei (vs, v;) este w(v;, vj) = by. Poderea
fiecdrei muchii care pleacd din vg este 0.

Exemplul 1: Considerdm urmitorul sistem de de constrangeri cu diferente:

(L‘l—l’QSO
fL‘l—SL‘g)S—l
To — x5 < 1
x3—$1§5
x4—:r1§4
T4 — a3 < —1
:175—.7}3§—3
T — x4 < —3

(1.15)

O solutie a acestui sistem este x = (—5,—3,0,—1,—4), care se poate verifica direct. Avem mai multe
solutii si o alta este z = (0,2.5,4,1). De fapt, daca avem o solutie x atunci z +d = (x1 + d, ..., x5 + d)
este o solutie pentru orice constanta d. Figura prezintd graful asociat sistemului cu constrangeri cu

diferente (1.15)).

Urmaétoarea teoremd aratd cd putem gasi o solutie a unui sistem de constrangeri cu diferente prin
gdsirea drumului cel mai scurt in graful corespunzétor.

THEOREM 1.13.1. Dat un sistem Az < b de constrangeri cu diferente, fie G = (V, E) graful asociat. Daca
G nu contine cicluri de pondere negativd, atunci

(1.16) x = (6(vo,v1),0(vo,v2), ..., 0(vo,vn))

este o solutie fezabild pentru sistemul de constringeri cu diferente. Dacd G contine un ciclu de pondere
negativd, atunci nu existd nicio solutie fezabild pentru sistemul de constrangeri cu diferente.

Demonstratie. Mai intai ardtdm ci daca graful asociat G nu contine cicluri de pondere negativi, atunci
ofera o solutie fezabild. Dacad G nu contine cicluri de pondere negativa, atunci existd cel mai scurt
drum de la vg la fiecare dintre varfurile v; ale lui G (care are o pondere §(vg, v;)). Fie o muchie (v;,v;) € E.
Din inegalitatea triunghiului avem:

d(vo,v5) — d(vo, v;) < w(vs,vj),
ceea ce, luand z; = 6(vo, v;) si x; = 6(vo, v;), implica verificarea contrangerii x; — x; = by.

Acum ardtdm ci dacd graful G contine un ciclu de pondere negativi, atunci sistemul de constrangeri
cu diferentu nu are nicio solutie fezabila. Fard a pierde generalitatea, fie ciclul de pondere negativa
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C = (v1,v2,...,0;), unde v; = vg. (Varful vy nu poate fi in ciclul C, deoarece nu existd muchii care
intrard in vg). Ciclul C corespunde urmitoarelor constrangeri cu diferente:

xg —x1 < w(v1,v2)
x3 — x2 < w(va, v3)

Tp—1 — Tp—2 < W(Vp_2, V1)
xp — g1 < W(Vp—1,vk)

Vom presupune ca x este o solutie care satisface fiecare dintre aceste £ — 1 inegalitati si vom obtine o
contradictie. Solutia trebuie sa satisfaca si inegalitatea rezultatd daca insumam aceste inegalitati. Daca
insumam partile din stanga se obtine 0. Partea dreapta se insumeaza si obtinem w(C'). Dar deoarece C
este un ciclu de pondere negativi, w(C') < 0, si obtinem contradictia 0 < w(C') < 0. O

Teorema ne spune ci putem folosi algoritmul Bellman-Ford pentru a rezolva un sistem de
constrangeri cu diferente. Deoarece graful asociat contine muchii de la varful sursa vy la toate celelalte
varfuri, orice ciclu cu pondere negativi din graf este accesibil din vg. Dacé algoritmul Bellman-Ford nu
gaseste cicluri negative, atunci drumul cel mai scurt oferad o solutie fezabild a sistemului. Daca algoritmul
Bellman-Ford géseste cicluri negative, nu existd o solutie fezabild pentru sistemul de constrangeri cu
diferente.

In incheiere mentionim ci pentru Exemplul 1 de mai sus, ponderile drumurilor cele mai scurte oferi
solutia fezabild x = (=5,—-3,0,—1,—4) iar z = (d — 5,d — 3,d,d — 1,d — 4) este o solutie fezabila pentru
orice constanti d.
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Capitolul 2

Inmultirea Polinoamelor s1 Transformata
Fourier Rapida

2.1 Introducere

Inmultirea polinoamelor este o operatie fundamentald in informatici, cu aplicatii in algebra, procesarea
semnalelor, criptografie si calcul numeric. O abordare naivd pentru inmultirea a doud polinoame de grad
n necesita O(n?) timp. In acest capitol vom introduce Transformata Fourier Rapidd (FFT), un algoritm
puternic care reduce aceastd complexitate la ©(nlogn), folosind proprietati ale radidcinilor complexe ale
unitatii si strategii eficiente de tip divide-et-impera. Acest curs prezintd cateva dintre problemele in care
folosirea algoritmului FFT a fost fundamentala.

2.2 Reprezentari ale Polinoamelor

Un polinom poate fi reprezentat in mai multe moduri, fiecare avind avantaje computationale diferite.

2.2.1 Forma Coeficientilor

In forma coeficientilor, un polinom de grad cel mult n — 1 este scris ca:
Az) = ap + a1z + a2 + - + a2

o Aceasti formi este eficientd pentru adunare si scidere, care se realizeazi in timp liniar.

e Evaluarea unui polinom se poate face in ©(n) folosind regula lui Horner.

e Totusi, inmultirea naivd a doud polinoame in aceastd forma necesitd bucle imbricate, ducdnd la o
complexitate de ©(n?). Intr-adevir, sa consideram dou# polinoame de grad cel mult n — 1:

A(x) = ag + a1z + agz® + - 4 ap_12" 1
B(z) = by + by + box® 4 -+ - + b1z !

Produsul lor C'(x) = A(x) - B(x) este un polinom de grad 2n — 2:
C(z)=co+c1x+ -+ cop_ox® 2

unde coeficientii sunt dati de convolutia discretd (consideram a; = 0 pentru ¢ > n si b; = 0 pentru
j>n):

k
(2.1) ck:Zaibk,i, k=0,1,...,2n—2.
=0

65
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Calculul direct al fiecarui coeficient cj, necesitd ©(n) operatii si avem 2n — 1 coeficienti. Complexitatea
totala este ©(n?).

In concluzie, daca reprezentdm polinoamele prin vectorul coeficientilor vom avea:
e Reprezentarea lui A: (ag,a1,...,ap-1)
e Reprezentarea lui B: (bg, b1,...,bp—1)

e Reprezentarea produsului C: (¢, c,. .., can—2), unde (cx)o<k<on—2 sunt dati de (2.1).

2.2.2 Forma Punct-Valoare
In forma punct-valoare, un polinom A(z) este reprezentat prin valorile sale in anumite puncte:
((zo, A(z0)), (x1, A(21)), - - - (Tn—1, A(2n-1)))

sau prin vectorul
(A(l‘o), A(xl), . ,A(.%'n_l)) .

S& observam ca un polinom de gradul n—1 este determinat in mod unic de n valori ale sale in n puncte
diferite (interpolare polinomiald).

e Daca avem reprezentarile punct-valoare pentru A si B pentru n puncte distincte (z;)o<j<n—1

— Reprezentarea lui A: (A(zo), A(z1), ..., A(zn-1))
— Reprezentarea lui B: (B(zg), B(z1),. .., B(xn-1)),

atunci produsul C(x) = A(z) - B(x) satisface:
C(xp) = A(xg) - B(zk) <k<n-1.

Aceastd operatie necesitd doar O(n) inmultiri si vom avea reprezentarea punct-valoare pentru C foarte
usor.

e Inmultirea a doui polinoame devine simpli daca cele doud polinoame sunt evaluate in aceleasi puncte.
— Reprezentarea produsului C: (C(zg),C(z1),...,C(xn-1))

e (Costul principal il va constitui conversia intre forma coeficientilor si forma punct-valoare.

Algoritmul FET

Algoritmul FFT (Fast Fourier Transform = Transformata Fourier Rapida) pe care-l vom prezenta
in continuare este o metodi eficientd de schimbare a reprezentirii polinoamelor din coeficienti in
valori si de revenirea la reprezentarea prin coeficienti (prin FFT invers, IFFT). Acest algoritm sta
la baza multor aplicatii practice: inmultirea numerelor mari, procesarea semnalelor, criptografie,
etc.

Observatie 1. De fapt, pentru a reprezenta produsul C = A - B avem nevoie de 2n — 1 puncte diferite
dacd A si B sunt polinoame de grad cel mult n — 1. Produsul C = A - B are gradul 2n — 2, deci pentru
reprezentarea sa unicd prin valori sunt necesare 2n — 1 puncte distincte.

Dacda am avea doar n valori A(z;) si B(x;) pentru j = 0,...,n — 1, inmultirea punctuald C(z;) =
A(zj)B(x;) ne-ar furniza doar n valori pentru C, insuficiente pentru o determina unic C (existd o infinitate
de polinoame de grad 2n — 2 care trec prin n puncte).
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Pentru ca reprezentarea prin valori sd fie unicd, avem nevoie de un numdr de puncte cel putin egal
cu gradul polinomulus produs plus unu, deci necesita 2n — 1 puncte. In practicd, alegem N cea mai micd
putere a lui 2 cu N > 2n — 1, completam coeficientiic cu zerouri pand la lungimea N, iar dupd aplicarea
FFT si a transformdrii inverse obtinem exact cei 2n — 1 coeficients nenuli ai produsului. Algoritmul FFT
va proceda astfel:

e porneste de la coeficientit lui A si B,

e alege N > 2n — 1 puncte (de obicei N putere a lui 2),

e cvalueazd A si B in aceste N puncte folosind FFT,

o inmulteste valorile punctual, obtindnd N wvalori pentru C,

e aplicia IFFT pentru a reconstrui coeficientiis lui C' (interpolare). Numdarul suficient de puncte (N >
2n — 1) garanteazd cd polinomul C' este determinat in mod unic.

Prin metode naive, evaluarea si interpolarea necesitd ©(n?) timp. FFT reduce ambii pasi la ©(nlogn),
obtindnd astfel un algoritm foarte eficient.

2.3 Legatura cu inmultirea numerelor mari

Una dintre cele mai importante aplicatii practice ale algoritmului FF'T pentru inmultirea polinoamelor
este inmultirea rapidd a numerelor intregi mari. Aceastd tehnici st la baza bibliotecilor de aritmetica de
mare precizie si a sistemelor criptografice moderne.

2.3.1 Numerele ca polinoame
Orice numar intreg poate fi privit ca un polinom evaluat intr-o bazi. De exemplu, in baza 10:
1234 =1-10° +2-10% +3- 10" +4-10°
In general, un numér cu cifrele d,,_1d,_2...dy in baza b poate fi scris ca polinomul:
P(x) =dp_12" '+ dy_oz" 2 + -+ diz + do

evaluat in x = b.

2.3.2 Echivalenta fundamentala

Dacd avemn doud numere reprezentate in aceeasi baza b:
Ny =P(b) =pn1b" "+ +po

Ny =R(b) =rp 1" 14 41
atunci produsul lor este:

unde S(z) = P(z) - R(x) este produsul polinoamelor P si R.
Astfel, inmultirea numerelor se reduce la inmultirea polinoamelor formate din cifrele acestora,
urmatd de evaluarea rezultatului in baza b cu gestionarea transporturilor.
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2.3.3 Algoritmul Schénhage—Strassen
Acesta este algoritmul clasic pentru inmultirea rapida a numerelor mari folosind FFT:

(i) Reprezentare: Se descompun numerele in cifre in baza b, unde b este de obicei o putere a lui 2 (de
exemplu b = 216 sau b = 232) pentru eficienta pe procesoare.

(ii) Formarea polinoamelor: Se construiesc polinoamele P(z) si R(z) avand ca si coeficienti cifrele
numerelor.

A

(iii) Inmultirea polinoamelor: Se foloseste algoritmul FFT pentru a calcula S(z) = P(z) - R(z) in
complexitate O(nlogn).

(iv) Gestionarea transporturilor: Coeficientii s ailui S(x) pot depisi valoarea bazei b. Se efectueaza

propagarea transporturilor:
transport =0

pentru k =0,1,...,2n —2:
suma = sy + transport
cifray, = suma mod b

transport = |suma/b|

(v) Rezultat: Cifrele obtinute formeaza numéarul produs.

2.3.4 Exemplu numeric
Sa inmultim 12 x 34 folosind aceastd metoda:

(i) Reprezentare in baza 10:

(ii) Inmultirea polinoamelor:

S(x) = (z+2)(3z +4) = 32> + 4z + 62 + 8 = 32° + 10z + 8
(iii) Evaluare in z = 10 cu transporturi:

e Coeficienti: so =3, s1 =10, s =8
e 51 = 10: cifrd = 0, transport = 1 la s9
® So = 3 —|— 1 = 4

(iv) Rezultat: Cifrele 4,0, 8 formeaza numarul 408, iar 12 x 34 = 408 v

2.3.5 Observatie privind complexitatea transportului

Dupa obtinerea coeficientilor si ai polinomului produs S(x) = P(z)- R(x), acestia trebuie convertiti inapoi
in reprezentarea numericd standard printr-un proces de propagare a transporturilor (carry propagation).
Deoarece fiecare coeficient si poate depasi baza b (de obicei o putere a lui 2), parcurgem coeficientii
o singura data de la dreapta la stanga dupa algoritmul descris mai sus la Gestionarea transporturilor.
Aceastd operatie are complexitatea O(n), unde n este numarul de cifre. Comparativ cu etapa FFT, care
are complexitatea ©(nlogn), transportul nu afecteazd complexitatea asimptoticd totala a algoritmului,
ramanand ©(nlogn).

Observatie suplimentara: Valorile coeficientilor ¢ inainte de transport pot fi foarte mari — de ordinul
O(n - B?). In practica, acest lucru impune fie alegerea unei baze B suficient de mici pentru ca n - B2 si
incapa in tipul de date folosit, fie utilizarea unor tehnici precum Number Theoretic Transform (NTT) care
lucreaza in aritmeticd modulara si elimind problemele de precizie.
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Exemplu: Propagarea transporturilor

Pentru a ilustra necesitatea transportului si modul in care acesta se efectueaza, sd consideram inmultirea
a doud numere cu cifre mari in baza 10: 999 x 999.

Pasul 1: Reprezentarea ca polinoame
Numerele sunt reprezentate in baza 10:

999 =9-10*+9-10' +9- 10"
Construim polinoamele asociate:

Alx) =922 +92+9, B(z) =92 +92+9

Pasul 2: Inmultirea polinoamelor
Calculam produsul S(z) = P(z) - R(z):
S(x) = (922 + 9z + 9)(92? + 92 + 9)

= 81zt + 812° 4 8122
+ 8123 + 8122 + 81z
+ 8122 + 81z + 81

= 812* + (81 + 81)2® + (81 + 81 + 81)2% + (81 + 81)x + 81

= 81zt + 16223 + 24322 + 162z + 81

Obtinem coeficientii:
s4 =281, s3=162, s =243, s; =162, s9=281
Pasul 3: Propagarea transporturilor

Coeficientii obtinuti sunt mai mari decit baza 10, deci trebuie si propagidm transporturile pentru a
obtine cifrele corecte in baza 10:

k| sk |suma = s + transport | cifrd = suma mod 10, transport = |sumi /10|
0] 81 81+0=281 cifrig = 1, transport = 8
1]162 162 +8 =170 cifri; = 0, transport = 17
21243 243 4+ 17 = 260 cifras = 0, transport = 26
31162 162 + 26 = 188 cifrig = 8, transport = 18
41| 81 81+ 18 =99 cifray = 9, transport =9
51 0 0+9=9 cifris = 9, transport =0

Pasul 4: Rezultatul final
Cifrele obtinute, scrise in ordinea corecta (de la cea mai semnificativd la cea mai putin semnificativa),
sunt:
cifris = 9, cifray = 9, cifrag = 8, cifrdy = 0, cifra; = 0, cifrag =1
Astfel, numérul rezultat este:
998001

Verificare: 999 x 999 = 998001 v

Observatie: In acest exemplu, transportul s-a propagat pe mai multe pozitii, dar intregul proces a
necesitat o singurd parcurgere a coeficientilor, avand complexitatea ©(n), unde n este numéirul de cifre.
Fard propagarea transporturilor, coeficientii [81, 162,243,162, 81] nu reprezintd corect produsul in baza
10.
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2.3.6 Comparatia complexitatilor

Urmatorul tabel ilustreaza evolutia algoritmilor de inmultire a numerelor mari:

Algoritm Complexitate Timp estimativ pentru 10° cifre
Clasic (scoald) O(n?) ore

Karatsuba O(n'°823) ~ O(n!9%%) minute

FFT (Schénhage—Strassen) O(nlogn) secunde

Fiirer (avansat) O(nlogn - 20Ug" 1)) si mai rapid

2.3.7 Abplicatii practice

Aceastd tehnics este fundamentald in multiple domenii:

¢ Biblioteci de aritmeticd de mare precizie: GMP (GNU Multiple Precision Arithmetic Library),
MPFR, Java Biglnteger

Criptografie: Algoritmi precum RSA necesitd inmultiri de numere cu sute sau mii de cifre

Calcul stiintific: Simulari care necesita precizie arbitrara

e Teoria numerelor: Teste de primalitate, factorizarea numerelor mari

Constante matematice: Calculul cu precizie mare al constantelor precum 7 sau e

2.3.8 Observatii practice

Observatie 2. In implementarile reale, se foloseste o bazd b care este o putere a lui 2 (de exemplu 26

sau 2%2) din mai multe motive:
e Operatiile in baza 2% sunt extrem de eficiente pe procesoarele moderne
o FFT-ul functioneazd optim cand lucrdm cu numere compleze in virguld mobild
e Propagarea transporturilor devine mai simpld st mai rapidd
o Se reduce numdrul de cifre pentru acelasi numdr, scizdnd astfel dimensiunea problemes

Observatie 3. Implementarea practicd a FFT pentru inmultirea numerelor mari trebuie sa gestioneze cu
atentie erorile de rotungire introduse de calculul in virguld mobild. De aceea, unele implementdri folosesc
variante ale FFT care lucreazd in aritmetica modulara (Number Theoretic Transform - NTT), elimindnd
complet erorile de aprorimare.

2.3.9 Concluzie

Legatura dintre FFT si inmultirea numerelor mari este un exemplu remarcabil de aplicare a unui concept
matematic abstract pentru a rezolva o problemé practicd fundamentald. Transformam numerele in poli-
noame, le inmultim in domeniul frecventei prin intermediul FF'T, apoi le transform&m inapoi, obtinand un
algoritm exponential mai rapid decat metoda naiva. Aceastd idee a revolutionat aritmetica computational
si ramane pand in prezent una dintre bijuteriile algoritmice ale secolului XX.



2.4. PROSTAFEREZA — UN PRECURSOR ISTORIC AL FFT 71

2.4 Prostaferezi — un precursor istoric al FFT

Prostafereza (din grecescul prosthesis = adunare si aphaeresis = scddere) este o metoda de inmultire rapida
folositd inca din antichitate, care reducea operatia de inmultire la adunéri si scdderi folosind identitatea:

(a+b)? — a? — b?

a-b= 5

sau varianta mai eficienta:

(a+b)? — (a—b)?
4

a-b=

Pentru a fi practicii, aceasti metods necesita tabele extinse de pitrate precalculate. In Europa medievali,
astfel de tabele erau folosite de negustori si matematicieni pentru a accelera calculele comerciale si astro-
nomice.

Legatura cu FFT: Atat prostafereza, cat si FFT-ul modern se bazeaza pe aceeasi idee fundamentald —
transformarea problemei intr-un domeniu in care operatia devine triviala:

e Prostafereza transforma inmultirea in operatii cu patrate

e FFT transforma convolutia (inmultirea polinoamelor) in inmultiri punctuale
Ambele metode aplicd apoi transformarea inversi pentru a reveni la rezultatul final.
Exemplu: Pentru a calcula 47 x 53 prin prostafereza:

(47 + 53)% — (47— 53)*  100* — (—6)> _ 10000 — 36

4 = = = 2491
7 X 53 1 1 1 9

Astfel, prostafereza reprezintd unul dintre primele exemple istorice de algoritm care sacrifica memorie
(tabele de patrate) pentru a castiga vitezd de calcul — un principiu care sta si la baza FFT-ului modern.
2.4.1 Prostafereza trigonometrica

Pe langa varianta cu patrate, prostafereza a fost folositd si intr-o forma trigonometrica, bazatd pe identitatile
prostaferezei (din grecescul prosthesis = adunare si aphaeresis = sciadere):

cos(a — ) — cos(a + 3)

sina - sin 8 =

2
cos o - COSB — COS(a - 5) ;‘COS(O& + ,B)
sina - cos g = Sn@+5) —g sin(a — )

Procedeu:
(1) Se cautd in tabele trigonometrice unghiurile « si /5 astfel incit a = sina si b = sin .
(ii) Se calculeaza o+ 8 si o — .
(iii) Se cautd in tabele cos(a + ) si cos(a — ).

(iv) Se aplica formula a - b = cos(a = B) ; cos(ar+ ﬂ).
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Exemplu: Pentru a inmulti sin 30° - sin 60°:

cos(30° — 60°) — cos(30° 4+ 60°)  cos(—30°) — cos 90°

sin 30° - sin 60° =

cos 30° _0.8660
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= 0.4330

2 - 2

2 2

Legatura cu FFT: Aceasta metoda antica si FFT-ul modern impartasesc acelasi principiu fundamental:

e Ambele folosesc o transformare intr-un domeniu in care operatia devine
e Prostafereza transforma inmultirea in adunari de unghiuri

e FFT transforma convolutia in inmultiri punctuale

simpla

e Ambele folosesc tabele precalculate (valorile trigonometrice, respectiv radécinile unitatii)

Astfel, prostafereza trigonometrica poate fi privitd ca un precursor istoric al ideilor care au stat la baza

dezvoltarii FFT-ului in secolul XX.

2.4.2 Logaritmii — revolutia lui Napier

Inventati de John Napier in 1614, logaritmii au fost descrisi ca o metoda de a “transforma inmultirea in
adunare”, reducand semnificativ timpul necesar calculelor astronomice, navigationale si comerciale.

Principiul:
log(a - b) =loga + logb

a - b = antilog(log a + log b)

Exemplu: Pentru a calcula 47 x 53 folosind logaritmi zecimali:

log47 ~ 1.6721

log 53 ~ 1.7243
log 47 + log 53 ~ 3.3964
antilog(3.3964) ~ 2491

2.4.3 Rigla de calcul (slide rule)

Rigla de calcul este un instrument analogic de calcul, folosit in principal in inginerie si stiintd din secolul

XVII pand in anii 1970, cand a fost inlocuita de calculatoarele electronice.

Componentele de baza:
e Corpul fix (rigla propriu-zisa) — contine sciri logaritmice fixe
e Cursorul mobil (vernicerul) — o piesd glisantd cu o linie de referinta

e Scara glisanta — o rigld interioara care aluneca in interiorul corpului fix

Reprezentare schematica:

Scara fixd (corp)

Scarile sunt gradate logaritmic, nu liniar.

Scara mobild
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Cum se efectueaza o inmultire
Pentru a calcula a x b:
(1) Se aliniaza cifra 1 de pe scara mobild cu cifra a de pe scara fixa.
(ii) Se citeste pe scara fixa valoarea aflata vizavi de cifra b de pe scara mobila.

(iii) Aceastd valoare este produsul a x b (cu exceptia ordinului de marime).

Exemplu concret: 2 x3 =6

Pasul 1: Se deplaseazi scara mobild astfel incat 1 (de pe scara mobild) si fie aliniat cu 2 (de pe scara
fixa).

Pasul 2: Se localizeazi cifra 3 pe scara mobila.

Pasul 3: Vizavi de aceasti cifrd 3, pe scara fix#, se citeste aproximativ 6.

Scara fixa: |2]---|6]---|- |
Scara mobila: |1]---|3]---

De ce functioneaza?
Fie L(z) pozitia pe scard corespunzitoare numdarului x. Daca scara este logaritmica:
L(z) =k -logz+C

unde k este factorul de scara, iar C este o constanti de offset.
Alinierea scirilor inseamna.:

Limobit(1) = Lax(a) = klogl+ Cmebit = kloga + Cx

Pentru un numar b pe scara mobild, pozitia sa este Lyobil(b) = klogb + Coebil- Aceeasi pozitie pe
scara fixd corespunde unui numar p:

klogp + Chx = klog b + Chobil
Din conditia de aliniere, Ciobii — Crix = k log a, deci:

klogp = klogb+ kloga = klog(ab) = p=ab

Gestionarea ordinului de marime

Rigla de calcul nu afiseazi puterile lui 10. De exemplu:
e 2x3=6
e 20 x 30 = 600
e 0.2 x0.3=0.06

Pe rigld, toate aceste calcule ardtau aceleasi cifre (2, 3,6). Utilizatorul trebuia si determine mental ordinul
de méarime al rezultatului.
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Scari suplimentare

Riglele de calcul avansate aveau multiple scari pentru diverse operatii:

Scara | Functia

A, B | patrate(z?)

C,D | inmultire/impértire directd

K cuburi(z?)

L logaritmi zecimali(log;( x)

S sinus(sin x)

T tangenti(tan z)

ST sinus/tangenta pentru unghiuri mici

CI inversa(1/x)

LL exponenziale si logaritmi naturali(e”, In x)

Precizia si limitarile
e Precizie: De obicei 3 cifre semnificative (uneori 4 pentru riglele lungi de 50 c¢m)

e Avantaje: Vitezi, portabilitate, nu necesita baterii, functiona in orice conditii

e Dezavantaje: Precizie limitati, necesitd antrenament, determinarea manuala a ordinului de méarime

Exemplu complet de utilizare
Problema: 47 x 53 =7
(i) Se aliniaza 1 de pe scara mobild cu 47 de pe scara fixa.
(ii) Se localizeaza 53 pe scara mobila.
(iii) Vizavi se citeste aproximativ 249.

(iv) Estimarea ordinului de marime: 50 x 50 = 2500, deci rezultatul este 2490 (sau mai exact 2491).

Mostenirea

Rigla de calcul a fost instrumentul standard al inginerilor, fizicienilor si matematicienilor timp de aproape
300 de ani. A fost folosita pentru:

e Proiectarea primelor avioane si rachete

e Calculele pentru Programul Apollo (inclusiv misiunile lunare)

e Constructia marilor baraje si poduri

e Calculele din timpul celui de-al Doilea Rézboi Mondial

Astazi, rigla de calcul este un obiect de colectie, dar principiul sau — transformarea inmultirii in

adunare prin reprezentarea logaritmicd — rdméne fundamental in matematici si intelegerea sa este
esentiald pentru a aprecia evolutia spre FFT si metodele moderne de calcul.
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2.4.4 Metode istorice de transformare a inmultirii in adunare

De-a lungul istoriei, matematicienii au dezvoltat mai multe metode pentru a transforma inmultirea, o
operatie dificild, in adunare, o operatie mai simpla:

Metoda Transformarea Epoca
Prostafereza (patrate) a-b= W Antichitate
Prostafereza trigonometrica sina - sin g = <s0=8 );COS(O‘Jrﬁ ) Antichitate/Renastere
Logaritmii a-b=1log ! (loga + logb) Secolul XVII
Regula de calcul (slide rule) | Implementare mecanica a logaritmilor Secolul XVII-XX
FFT modern Convolutie — inmultire punctuali Secolul XX

Primele trei metode din tabelul de mai sus (prostafereza cu patrate, prostafereza trigonometrica si
logaritmii) impéartdsesc aceeasi idee fundamentald: transformarea inmultirii intr-o operatie mai
simpld (adunare sau scidere), folosind tabele precalculate.

Metoda Transformare Operatie simpld | Tabele necesare
Patrate a-b= (a+)"—(a—b)" adunare, scidere patrate
Trigonometrie | sina - sin 8 = cos(a—A )ECOS(O‘JFB ) adunare, scadere sin, cos
Logaritmi a-b=1log t(loga + logb) adunare log, antilog

Legatura cu FFT-ul modern
Toate aceste metode istorice sunt precursoare ale ideii centrale din spatele FFT:
e Logaritmii transform& inmultirea in adunare in domeniul logaritmic

e FFT transforma convolutia (inmultirea polinoamelor) in inmultire punctuald in domeniul frecventei

Ambele metode folosesc aceeasi strategie de tip divide et impera:

.~ -1~ transformare . . operatie transformare invers3
Problema dificils ————— Problema simpla

Solutia

Observatie finala

Daca astazi folosim FEF'T pentru inmultirea numerelor mari, datoram aceastd idee unei traditii matematice
care incepe cu tabelele de patrate din antichitate, continua cu tabelele trigonometrice ale lui Ptolemeu,
atinge apogeul cu logaritmii lui Napier (considerati de Laplace ca “dubland viata astronomilor”), si ajunge
in secolul XX la algoritmul FFT al lui Cooley si Tukey.

Toate aceste metode sunt expresii ale aceluiasi principiu profund: alegerea unei reprezentiri
potrivite poate transforma o problemai dificila intr-una triviala.

2.5 Transformata Fourier Discreta (DFT)

In primul rand ne propunem si clarifice relatia dintre doud concepte fundamentale in analiza Fourier:
Seriile Fourier (SF) si Transformata Fourier Discretid (DFT). In esentd, DFT este o aproximare
practica, discretd, a seriilor Fourier, fiind instrumentul principal pentru procesarea digitald a semnalelor.
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2.5.1 Seriile Fourier (SF)

Seriile Fourier reprezinta un instrument matematic utilizat pentru a descompune o functie continud si
periodicd in timp intr-o suma de sinusuri si cosinusuri (sau exponentiale complexe).

e Domeniul de intrare: Timp continuu, periodic.

e Domeniul de iesire (frecventid): Discret. Spectrul este format din linii (armonici), nu dintr-o
curba continu.

Pentru o functie x(t) cu perioada fundamentald T si frecventa fundamentald fo = %, forma complexa
a seriilor Fourier este:

oo

(2.2) a(t) = Y cp -
k=—o00
unde coeficientii complecsi ¢ sunt dati de:
I :
(2.3) cp = T/ :c(t)e*ﬂ”kfot dt
0

Observatie importantd: seria are un numair infinit de coeficienti (k de la —oo la 00), iar ¢ reprezinta
amplitudinea reald a componentei spectrale.

2.5.2 Transformata Fourier Discretd (DFT)

DFT este instrumentul folosit pentru a reprezenta un sir de esantioane (semnal digital) de lungime
finita N.

e Domeniul de intrare: Timp discret, finit.
e Domeniul de iesire (frecventi): Discret si finit.

Pentru un sir z[n] cu n =0,1,..., N — 1, DFT este definiti ca:
N-1 .
(2.4) X[k =Y a[n]-e ™", k=0,1,...,N-1
n=0

DFT este o transformare care opereazi pe un sir de numere complexe (esantioane). Dacd avem un
semnal continuu z(¢), mai intai esantiondm pentru a obtine sirul z[n], apoi aplicim DFT. Si precizam
notatiile: fie T' durata totala de achizitie (sau perioada de analiza) si fie f; = % frecventa de esantionare.

Atunci T .
=2 (0 ) =o(2).

Odata dat sirul z[n] ca n =0,1,..., N — 1, DFT este definita ca in (2.4).
Transformata inversa (IDFT) este:

=

1

— N X[k] X ei?ﬂ%n

0

(2.5) z[n]

£
Il

Relatia dintre SF si DFT poate fi inteleasd printr-un proces de esantionare si aproximare numerica.
Practic, DF'T este o aproximare computationald a coeficientilor seriilor Fourier:
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(i) Pornim de la o functie continua si periodicd x(t).

(ii) Esantiondm functia pe durata unei perioade 7" in N puncte egal distantate:
T

(2.6) zn] ==z now n=0,1,...,N -1

(iii) Aproximdm integrala din ecuatia (2.3)) printr-o suma Riemann:

N-1
1 —jonkn X[k‘i]
(2.7) kR Z_% alnle PN = S22

Aceasta relatie arata ca, pentru a obtine coeficientii seriilor Fourier ¢, din DFT, trebuie sa impartim
rezultatul DFT la numéarul de esantioane N:

XT[k]

2.5.3 Diferente fundamentale

Desi formulele sunt similare, exist& diferente conceptuale majore intre cele doud transformate.

Scala (amplitudinea)

Aceasta este cea mai frecventd sursd de confuzie:
e In Serii Fourier, ¢ reprezintd amplitudinea reald a componentei (de exemplu, in Volti).

e In DFT, X[k] este dependent de N. Pentru a obtine amplitudinea reala din DFT, se utilizeaza
scalarea:
| X[K]]

Amplitudi la = ———
mplitudine reald N

(Pentru frecventele diferite de 0 si Nyquist, in cazul spectrului unilateral, se mai aplici o impdartire
suplimentara la 2).
Numarul de armonici

e Serii Fourier: numair infinit de coeficienti (k € Z).

e DFT: numir finit de coeficienti (k =0,...,N —1).

Datorita esantionarii in timp, spectrul devine periodic. DFT calculeaza doar o perioada a acestui spec-
tru. Componentele de frecventd inalta (peste N/2) corespund unor frecvente negative sau unor armonici
superioare afectate de fenomenul de aliasing.

Periodicitatea implicita
e Serii Fourier: functia este strict periodica prin definitie.

e DFT: atunci cand este aplicatd (de exemplu prin algoritmul FFT), presupune implicit ci cele N
esantioane reprezinta o singurd perioadd a unui semnal periodic. Dacd Inceputul si sfarsitul secventei
nu se potrivesc, apare fenomenul de spectral leakage (scurgeri spectrale), inexistent in teoria seriilor
Fourier pentru functii perfect periodice.
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Tabelul 2.1: Comparatie intre Serii Fourier si DF'T

Caracteristica Serii Fourier (SF) DFT (sau FFT)

Tip semnal Continuu, Periodic Discret, Finit (lungime N)

Spectru Discret (armonici), Infinit Discret (N puncte), Finit

Amplitudine Amplitudinea reald (cx) Dependenta de N (X[k])

Utilitate Analiza matematica, rezolvare | Calcul numeric, procesare dig-
ecuatii diferentiale itala a semnalelor

Tabel comparativ
2.5.4 Concluzie

Transformata Fourier Discretd (DFT) este implementarea numerica a conceptului de Serii
Fourier.

In practicd, atunci cand avem un semnal periodic esantionat si dorim si-i determindm armonicile,
nu calculdm analitic seriile Fourier (care necesitd integrare continud), ci aplicim DFT (de obicei prin
algoritmul FFT - Fast Fourier Transform). Este esential sd normalizam rezultatul impéartind la N pentru
a readuce amplitudinile la scara corespunzatoare seriilor Fourier.

2.5.5 De ce avem nevoie de DFT daci avem deja esantioanele x[n|?

Aceasta intrebare este fundamentald: dacd am esantionat deja semnalul si avem sirul de valori z[n], de
ce sa mai calculam Transformata Fourier Discretda (DFT)? Raspunsul este ca DFT nu este un scop in
sine, ci un instrument care ne permite sa intelegem structura spectrald (frecventiala) a semnalului —
informatie care nu este direct accesibila din esantioanele in domeniul timp.

Ce putem face direct cu esantioanele z[n|?

Esantioanele z[n| reprezintd amplitudinea semnalului la momente discrete de timp. De exemplu, pentru
un semnal audio inregistrat, z[n] ne spune cum variazd presiunea sonora in timp.

Ce putem face direct cu z[n]:

e Si-1 redam (sd ascultdm sunetul)
| Nl
o o s . _ 2
e Si calculdm puterea medie: P = N ZO |z[n]|
n=

e Sa detectdm evenimente (depasiri de prag, treceri prin zero)

e Si aplicam filtre simple in domeniul timp (de exemplu, mediere mobild)

Ce nu putem face direct cu z[n]:
e S3 identificim ce frecvente sunt prezente in semnal
e 53 determindm cat de puternica este fiecare frecventa
e S3 separdm doud semnale suprapuse pe aceeasi axid temporald

e 54 evaluam cantitativ continutul spectral de zgomot
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Ce obtinem din DFT?

DFT transform sirul temporal z[n] intr-un sir spectral X [k], unde k indexeaza frecventele:

Fiecare X [k] este coeficientul de corelatie dintre semnal si o sinusoida de test de frecventa f, = %fs,
unde fs este frecventa de esantionare.

Tabelul 2.2: Comparatie intre informatiile disponibile in timp si in frecventa

Intrebare practica Raspuns din z[n] (timp) Rispuns din X[k]
(frecventd)

Ce frecvente sunt prezente? Nu putem spune direct Vedem varfuri la frecventele
specifice

Cat de puternici este o | Nu putem separa | X [K]|? d4 puterea spectrala

frecventd anume?

Semnalul are zgomot? Dificil de evaluat Vedem dacad existd compo-
nente nedorite

Este o notd muzicala pura sau | Doar dacid "ascultam" Spectrul aratd fundamentald

un acord? si armonici

Exemplu concret

S& consideram dou# semnale cu aceeasi putere medie, dar structurd spectrald complet diferiti:

e Semnal A: Un sunet pur la 440 Hz (nota LA4)

e Semnal B: Un acord format din 440 Hz + 880 Hz + 1320 Hz (LA4 + LA5 + MI6)

Dacd privim doar esantioanele x[n] pentru o secundi, ambele au aproximativ aceeasi amplitudine
medie. Nu putem spune vizual sau prin calcul simplu care este care.
Dar dupa DFT:

e Semnal A: X[k] are un singur varf puternic la frecventa 440 Hz
e Semnal B: X[k] are trei varfuri distincte la 440 Hz, 880 Hz si 1320 Hz

DFT ne dezvaluie astfel structura interioard a semnalului, separand componentele spectrale suprapuse
in timp.

De ce nu putem "vedea" frecventele direct din x[n]?

Esantioanele z[n] contin toatd informatia despre semnal (conform teoremei esantionarii Nyquist-Shannon).
Insd aceastd informatie este codatd intr-un mod neintuitiv pentru analiza frecventiali.

Pentru a extrage informatia spectrald, trebuie sa proiectdm semnalul pe o bazd de functii sinusoidale
— exact ceea ce face DFT:

N-1 X
X[k‘] _ Z :E[Tl} . e_ZQWﬁ”
n=0 sinusoid# de test

Aceasta operatie calculeaza cat de mult "se aseamana" semnalul cu o sinusoida de o anumita frecventa.
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Analogii pentru intelegere

Amestec de substante chimice:

e Esantioanele z[n] sunt ca aspectul vizual al amestecului (culoare, transparentd) — ne spune
ceva, dar nu ne spune compozitia.

e DFT este ca o analizi cromatografica care separd amestecul in componentele sale pure, ardtand
exact ce substante sunt prezente si in ce concentratii.

Retetd culinara:

e z[n| este preparatul final (o supd) — il putem gusta, dar nu stim exact ce ingrediente si in ce
proportii sunt.

e DFT este lista de ingrediente cu cantititi — ne spune structura interna.

Cand nu avem nevoie de DFT?

Existd situatii in care putem lucra direct in domeniul timp, fiard a calcula DFT:

N-1
1
(i) Daca ne intereseaza doar valoarea medie — putem calcula direct T = N E x[n]
n=0
N-1
(ii) Daca ne intereseazd doar puterea totala — putem calcula P = N Z |z[n]|?
n=0

(iii) Dacd aplicam filtre simple in timp (de exemplu, mediere mobild) — putem lucra direct in domeniul
timp

(iv) Daca semnalul este foarte scurt si nu are sens o analiza spectrald
Insd in majoritatea aplicatiilor practice — compresie audio (MP3), recunoastere vocald, comunicatii

digitale, analiza vibratiilor, imagisticd medicald (RMN), radar — DFT (si algoritmul sau rapid FFT) este
indispensabila.

Rezumat
Domeniu Reprezentare Utilitate principalad
Timp x[n] — evolutia amplitudinii | Redare, control in timp real,
detectie evenimente
Frecventa X[k] — contributia fiecirei | Analizd spectrald, filtrare
frecvente avansatd, compresie, identifi-
care surse

Tabelul 2.3: Complementaritatea dintre reprezentirile in timp si in frecventd

DFT este puntea dintre cele doud reprezentiri — ne permite sa vedem semnalul "din interior",
dezviluind structura sa frecventiald care raméane ascunsi in esantioanele brute. Pe scurt: z[n] ne spune
cum variazd semnalul in timp, iar X[k]| ne spune din ce este alcituit.
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2.5.6 Rolul DFT in compresia semnalelor

DFT (sau transformairi inrudite precum DCT) este esentiald pentru compresia eficienta a
semnalelor audio, imagine si video. Aceastd sectiune explica de ce si cum.

Ideea fundamentald a compresiei

Compresia are ca scop reducerea cantititii de date necesare pentru a reprezenta un semnal, pastrand in
acelasi timp calitatea perceputa. Ideea cheie este:

Elimind informatia putin importanté, pastreaz-o pe cea importanta.

In domeniul timp, aproape toate esantioanele par la fel de importante — nu putem sterge pur si simplu
jumdtate dintre ele fard a distruge semnalul. In domeniul frecventd, insa, distributia energiei este
foarte inegald. Pentru multe semnale naturale (audio, imagini), majoritatea energiei este concentrata
in cateva componente de frecventi, iar restul sunt foarte mici si pot fi eliminate fard pierdere perceptuald
semnificativa.

Compresia audio: standardul MP3
MP3 (MPEG-1 Audio Layer 3) este exemplul clasic de compresie audio care foloseste o transformare in
domeniul frecventei.

Pasii compresiei MP3 (simplificati):

(i) Tmpirtirea in blocuri — semnalul audio (de exemplu, 44.100 esantioane/secunda pentru calitate
CD) este impartit in ferestre (blocuri) de cate 576 sau 1152 esantioane.

(ii) Aplicarea MDCT (Modified Discrete Cosine Transform) — fiecare bloc este transformat in
domeniul frecventa:

= T 1 N 1
X = . . J— — N —
[k] Zx[n] wn] - cos <N <n+2+ 2) <k+2>>
n=0
unde wn| este o functie de ferestruire. MDCT este o variantd a DCT/DFT optimizatd pentru

compresie, care permite suprapunerea blocurilor fara artefacte la granite.

(iii) Modelul psihoacustic — aici intervine "magia" compresiei perceptuale. Folosind cunostinte despre
functionarea auzului uman:

e Sunetele foarte puternice mascheaza sunetele slabe din veciniitatea lor spectrald
e Daci un sunet nu poate fi auzit (este mascat), poate fi eliminat complet

e Urechea umana are sensibilitate diferitd pe diferite benzi de frecventa

(iv) Cuantizare — coeficientii X [k]| sunt impartiti la un factor de cuantizare, iar cei foarte mici devin
zero. Cantitatea de cuantizare este controlatid de modelul psihoacustic.

(v) Codare entropica — informatia ramasa (coeficientii nenuli si metadatele) este comprimata fara
pierderi folosind codari precum Huffman.

Rezultatele compresiei MP3:

e Raport de compresie: 10:1 pand la 12:1 fara pierdere perceptibild de calitate
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e Un fisier WAV (necomprimat) de 50 MB devine un fisier MP3 de 4-5 MB

e La rate de biti mai mici (de exemplu, 128 kbps), pierderile devin sesizabile pentru ascultdtori
antrenati

Fisierul MP3 este o reprezentare extrem de compactd a semnalului audio original. El stocheaza doar
coeficientii spectrali obtinuti prin DFT considerati importanti de modelul psihoacustic, intr-o forma cuan-
tizatd si comprimata entropic. La redare, acesti coeficienti sunt reconstruiti aproximativ, iar transformata
inversa (IDFT, sau variante) si mecanismul de suprapunere-adunare reconstruiesc semnalul audio in dome-
niul timp. Rezultatul este un semnal care sund aproape identic cu originalul pentru ascultdtorul uman,
dar ocupéd de 5 pani la 12 ori mai putin spatiu.

S& mai notam cé si compresia imaginilor, standardul JPEG (Joint Photographic Experts Group) sau
compresia fisierelor video, standardul H.264 (cunoscut si ca AVC — Advanced Video Coding) aplica acelasi
principiu in doud dimensiuni pentru imagini si respectiv in spatiu-timp pentru videouri.

Standard Domeniu Transformare Raport compresie
tipic
MP3 Audio MDCT 10:1 - 12:1
JPEG Imagine DCT 10:1 - 20:1
H.264/H.265 Video DCT + compen- | 50:1 — 200:1
sare miscare
FLAC Audio (lossless) Predictie liniara 2:1

Tabelul 2.4: Rolul transformérilor in domeniul frecventei pentru compresie

2.5.7 Concluzie

Fiara DFT (sau DCT/MDCT), compresia moderna audio, imagine si video nu ar
fi posibilid la ratele de compresie pe care le consideram astidzi normale.

Transformarea in domeniul frecventei permite:
(i) Concentrarea energiei — majoritatea informatiei este reprezentata de putini coeficienti

(ii) Eliminarea perceptuald — putem elimina componentele pe care sistemul senzorial uman nu le
percepe

(iii) Cuantizarea adaptivd — putem aloca mai multi biti frecventelor importante si mai putini celor
neimportante

Aceastd capacitate de a separa informatia "importanta" de cea "neimportantd" din punct de vedere
perceptual este ceea ce face ca DFT si transformarile inrudite sa fie instrumente fundamentale in ingineria
compresiei.

2.6 Principiul compresiei bazate pe transformarea DFT
Aceastd sectiune explica principiul fundamental al compresiei cu pierderi care utilizeazd transformari

precum DFT, DCT sau MDCT: transformarea semnalului intr-un domeniu in care informatia poate fi
redusd eficient, urmata de cuantizare si codare.
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2.6.1 Ideea centrala

Principiul compresiei bazate pe transformare poate fi rezumat in patru pasi esentiali:

(i) Transformare — se calculeaza reprezentarea spectrala a semnalului (DFT, DCT, MDCT)

(ii) Cuantizare — coeficientii mici sau putin importanti sunt eliminati (devin zero) sau aproximati cu
precizie redusa

(iii) Codare — se stocheazd doar coeficientii nenuli (sau cei semnificativi) impreuna cu informatiile
necesare pentru localizarea lor

(iv) Reconstructie — la decodare, se aplica transformata inversa pe coeficientii (partial zero) pentru a
reconstrui semnalul

2.6.2 Und4a se economiseste spatiul?

O intrebare cruciala este: semnalul obtinut va ocupa mai putin spatiu?
Raspunsul are o nuanté importanta:

Etapa Ce ocupi spatiu Dimensiune relativa

Original N esantioane (de exemplu, 16 | N x 16 biti (mare)
biti fiecare)

Dupéa compresie Fisierul comprimat | mult mai mic (de exemplu,
(coeficienti  cuantizati ~ + | N x 1.6 biti pentru MP3 la 128
metadate) kbps)

Dupéa decompresie N esantioane reconstruite (tot | aceeasi dimensiune ca origi-
16 biti) nalul in memorie

Tabelul 2.5: Comparatia dimensiunilor in diferite etape ale compresiei

Concluzie importanta:
e Spatiul de stocare (pe disc, in fisier) este redus semnificativ
e Spatiul in memoria RAM in timpul redérii este similar cu cel al originalului

e Scopul compresiei este de a reduce spatiul de stocare si latimea de banda necesara pentru transmitere,
nu de a reduce memoria necesara in timpul redarii

2.6.3 De ce functioneaza aceastd metoda?

1. Concentrarea energiei

Pentru semnalele naturale (audio, imagini, video), majoritatea energiei semnalului este concentrata intr-un
numar mic de coeficienti spectrali:

=2

XTk]? = ) 1 X [K]

0 keS

i

unde S este o multime mica de indici (de obicei 10-20% din total). Coeficientii ramasi au amplitudini
foarte mici si pot fi eliminati fard a afecta semnificativ calitatea semnalului reconstruit.
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2. Perceptia umana

Nu toate erorile sunt la fel de vizibile sau audibile:

e Sistemul auditiv uman este mai putin sensibil la anumite benzi de frecventa
e Sunetele puternice mascheazi sunetele slabe din vecinidtatea lor spectrald si temporala

e Sistemul vizual uman este mai sensibil la variatii lente (frecvente joase) decat la detalii fine (frecvente
inalte)

Aceste proprietiti permit introducerea unor erori mai mari in componentele pe care sistemul senzorial
nu le percepe bine.
2.6.4 Exemplu numeric simplificat
S& consideram un semnal de N = 8 esantioane pentru a ilustra principiul:

Original:
x=[12, —0.5, 2.1, —1.3, 0.8, —0.2, 1.5, —0.9]

DFT:
X = [X07 X17 X?a X3a X47 X5> X6a X7]

S4 presupunem c& majoritatea energiei este concentratd in X, X1 si X7 (unde X7; = X datorita
simetriei conjugate pentru semnale reale).

Cuantizare (zeroing): Pastram doar X, X1, X7; restul coeficientilor devin zero:

X,: [XOv Xl, O’ O’ O’ O’ O’ X7]

Stocare: Nu stocam 8 numere complexe (echivalentul a 16 numere reale), ci doar 3 coeficienti complecsi
(sau 6 numere reale) plus indicii lor.

Decompresie: Aplicim IDFT pe X’ si obtinem 2’ apropiat de x original.

2.6.5 Transformari utilizate in practica

In sistemele reale de compresie, nu se foloseste DF'T direct, ci variante optimizate:

Standard Transformare Motivatie

MP3 MDCT (Modified DCT) | Permite suprapunerea ferestrelor fara arte-
facte la granite; produce coeficienti reali
(nu complecsi)

JPEG DCT (Discrete Cosine | Coeficienti reali; mai eficientd pentru
Transform) imagini; elimina redundanta din simetria
conjugata

Tabelul 2.6: Transformiri utilizate in standardele de compresie

De ce DCT in loc de DFT7? Pentru semnale reale, DF'T are proprietatea de simetrie conjugata:
X[k] = X[N — k]
Aceasta inseamnd cad existd redundantd: coeficientii pentru k& > N/2 pot fi dedusi din cei pentru

k < N/2. DCT elimind aceastd redundanta, oferind N coeficienti reali, comparativ cu DFT care necesita
stocarea a N numere complexe (echivalentul a 2N numere reale).
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2.6.6 Procesul complet de compresie cu pierderi

Diagrama urmitoare ilustreazi fluxul complet al compresiei bazate pe transformare:

CODARE (COMPRESIE)
Semnal original (N esantioane)

1
’ Transformare (DCT/MDCT/DFT) ‘

X[k] (N coeficienti)

<—

’ Cuantizare (coeficienti mici — 0) ‘

'[k] (multi coeficienti zero)

b

’ Codare entropicd (Huffman, arithmetic) ‘
1
Fisier comprimat (spatiu redus)

DECODARE (DECOMPRESIE)

Fisier comprimat

|

’ Decodare entropici ‘

X'[k] (coeficientii cuantizati)

’ Transformata inversa ‘

7

Semnal reconstruit (N esantioane)

2.6.7 Eficienta compresiei in practica

Pentru un semnal audio CD (44.100 Hz, 16 biti, stereo):

Format Raté de biti Spatiu pentru 3 | Raport com-
minute presie

PCM (WAV) 1.411 Mbps ~ 31.7 MB 1:1

MP3 (128 kbps) 256 kbps (stereo) | ~ 5.75 MB ~ 5.5:1

MP3 (320 kbps) 320 kbps ~ 7.2 MB ~ 4.4:1

AAC (256 kbps) 256 kbps ~ 5.75 MB ~ 5.5:1

Tabelul 2.7: Dimensiuni tipice pentru compresia audio

Observatie importantd: Raportul de compresie nu este determinat direct de numarul de coeficienti
eliminati (zero-uit), ci de numarul total de biti folositi pentru a reprezenta coeficientii ramasi. Codarea
entropica (Huffman, arithmetic) comprima eficient sirurile lungi de zerouri si valorile frecvente.

Observatie importantd Semnalul reconstruit NU este identic cu cel original. Este o aproximare:
e Coeficientii eliminati sunt pierduti definitiv

e Coeficientii pastrati sunt cuantizati (aproximati)
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e Calitatea depinde de rata de biti (128 kbps, 320 kbps, etc.)

Cu cat rata de biti este mai mare, cu atat mai multi coeficienti sunt péastrati si cu atat cuan-
tizarea este mai find, rezultand o calitate superioari.



Capitolul 3

Optimizare liniara

3.1 Introducere

La baza unei probleme de optimizare std necesitatea de a maximiza sau minimiza un anumit obiectiv
singular care cuantifici performanta sau maisoard calitatea deciziilor. Acest obiectiv poate fi profitul
sau pierderea intr-o activitate economici, viteza sau distanta intr-o problema fizicd, catigul asteptat in
investitii financiare, buniistarea sociald in contextul planificirii guvernamentale, etc.

Obiectivul depinde de un numér de variabile care pot fi interrelationate gi supuse unei serii de restrictii.
Valorile variabilelor care verifica toate aceste limitari se vor numi acceptabile (feasible).

O problema de optimizare constd in a determina acele valori acceptabile ale variabilelor pentru care
obiectivul este maxim (sau minim). Acest tip de probleme are o importanta deosebitd in practica.

Din punct de vedere matematic, obiectivul este o functie f = f(z1,z9,...,x,) care ia valori reale si
care depinde de un numar de n variabile reale, x1, xs,...,x,. Variabilele verificd o serie de constringeri de
forma

hi(ml,wg, ,wn) =0 1= 1,2,...,m
(3.1) gj(x1,22,...,xn) <0 j=1,2,..,r

x = (z1,2,....,2y) € S CR",

unde h; §i g; sunt din nou functii reale de cele n variabile x1, x2,...,2,.
Problema optimizarii matematice devine

minimizati f(x).

(3.2) z verifica (3.1)

Problemele de optimizare pot fi:

(i) liniare, dacd functia obiectiv f este o funtie liniard iar constrangerile (3.1)) reprezintd inegalititi sau
egalitati liniare.

(ii) neliniare, daca functia obiectiv f sau cel putin una dintre constrangerile (3.1]) este neliniara.

Calculatorul are abilitatea de a face operatii repetitive in mod eficient. De aceea multe metode se

bazeazi pe algoritmi iterativi care construiesc un gir de aproximatii 29, 2, ...2*, ... care se aproprie din ce

in ce mai mult de solutia exacta z*. Odatd obtinuta o astfel de metoda trebuie analizate:
e convergenta

® croarca

87
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e stabilitatea numerica
e complexitatea: numarul de operatii, memoria necesara, timpul de executie

Pentru rezolvarea problemelor de optimizare liniare existd un algoritm (Simplex) care, teoretic, ofera
solutia exactd intr-un numar finit de pasi (care poate fi si exp(n)). De obicei, pentru problemele neliniare,
sirul de aproximatii succesive nu converge intr-un numér finit de iteratii.

3.2 Forma standard a unei probleme de programare liniara
Reamintim ca o functie L : D C R™ — R este liniard daca este de forma

L(x1, 9, ...;xy) = 11 + 22 + ... + Cpp,

unde ¢; e R, 1 <7 < n.
O problema de optimizare liniara in forma standard este urmatoarea

minimizati c1x1 + T2 + ... + CpTn.
a11x1 + ai12x2 + ...+ A1nTn — bl

(3.3)
T1,T9, ..., Ty verificd
Am1T1 + a2 + ... + AGppTp = by

2120, 2020, ... 2, 20,

sau, in forma matriceald,
minimizati c'zx.
(3.4)
x verifica  Ax =b, x > 0.

OBSERVATIE 3.2.1. O constringere de forma
a1ry + agra + ... + @y < by

este adusd la forma standard
a1x1 + asx9 + ... + anxy + Y1 = by,

prin introducerea unei variabile adifionale y1 > 0. De asemenea, o constrdngere de forma
a1x1 + a2 + ... + anTy > by,
este adusd la forma
a121 + a9 + ... + @y — Y1 = by
prin introducerea unet variabile adifionale y1 > 0.
Daca initial nu se impune conditia x; > 0 atunci se inlocuie

ri =u; — v, u; >0, v; = 0.

Toate aceste transformdri mdresc numdrul de variabile, dar nu schimbd caracterul liniar ol problemes.

O altd modalitate de a trata cazul in care nu se impune conditia x; > 0, este de a elimina aceastd
variabild din problemd folosind o contrangere a;1x1 + ajor2 + ... + ajix; + ... + ajnx, = b; in care aj; # 0.
In acest caz, problema ramdne liniard dar cu o necunoscutd i o constrangere in minus.
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3.3 Exemple

3.3.1 Problema dietei

Minimizeazd costul unei diete formate din n produse alimentare cu conditia ca si se asigure suficiente
cantitati din m ingrediente nutritionale de baza.

e r; unitati de produs alimentar

c¢; pretul unei unitati de produs alimentar
e n numarul de produse

e m numarul de ingrediente nutritionale

a;; unitati din ingredientul nutritional ¢ continute de unitatea de produs alimentar j.

Problema de optimizare devine
minimizati C1Z1 + 22 + ... + CrTy.

(a1171 + aj2x2 + ... + a1z, > by

1, X2, ..., Ty verifica
Am1T1 + ama®2 + ... + ATy > by

ZE120, 1'220, :L‘nZO

3.3.2 Problema transportului

Minimizeaza costul unui transport de la m surse catre n destinatii a unei cantitati date de produs.
e a; cantitatea maxima de produs ce poate fi trimisa de la fiecare sursd j
e b; cantitate necesard de produs pentru fiecare destinatie 4
e n numarul de destinatii

e m numarul de surse

x;j cantitatea de produs trimisa de sursa j la destinatia i

cij costul trimiterii unei unitati de produs de la sursa j la destinatia i.

Problema de optimizare devine

minimizati =, ¢
n .
YT <a; 1<j<m
x;j verifica Z;n:l zij=b 1<i<n

ajz‘jZO 1<i<n, 1<73<m.
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3.3.3 Problema silozului
Raspunde la intrebarea cum trebuie gestionata incarea unui siloz pentru a maximiza profitul.
e n numadrul de perioade de timp
e z; stocul de produs la inceputul perioadei i € {1,2,...,n}
e u; cantitatea de produs cumpdérata in timpul perioadei i € {1,2,...,n}
e s; cantitatea de produs vanduta in timpul perioadei i € {1,2,...,n}
e capacitatea maximi este C
e pretul de inmagazinare este r pe unitatea de produs pe o perioada de timp

e pretul de vanzare si cumpérare in perioada i este acelasi, p; dar se poate modifica cu perioada

Problema de optimizare devine

maximizati > . (pisi — ra;)

Tip1=x;+u;—s; 1<i1<n—1

(3.7) 0=z, +u, — Sp
cucondiiile r,+z=0 2<i<n
r1 = 0

miau’hsiaz’izo 1<i<n.

3.4 Solutii de baza
Considerdm sistemul
(3.8) Axr = b, A€ Mpyxn(R), beR™.

Presupunem cd m < n gi existd m coloane ale lui A care sunt liniar independente (rangul lui A este m).
S& presupunem ca acestea sunt primele m coloane ale lui A gi s notam B € M,,(R) matricea formata
din aceste m coloane. Sistemul

(39) B.TB = b,

are o solutie unicd xp € R™ (pentru ci matricea B este nesingulard). Vectorul ( x(f ) € R"™ este o
solutie a sistemului initial (3.8)).

DEFINITIE 3.4.1. Date m ecuatii liniare simultane cu n necunoscute (B.8), fie B € My (R) o matrice
nesingulard formata din coloane ale lui A. O solutie © a lui care are toate cele n — m compo-
nente neasociate cu coloanele lui B egale cu zero se numeste solutie de bazi in raport cu baza B.
Componentele lur © asociate cu coloanele lui B se numesc variabile de baza.

In definitia de mai sus se face referintd la B ca la o bazd deoarece coloanele sale formeazi o bazi in
R™. O solutie de bazi a lui corespunde la o exprimare a vectorului b in acea bazd. Coeficientii vor
fi componentele lui zg.

Pentru a avea asigurata existenta unei solutii de baza presupunem ca:

(i) n>m
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(ii) matricea A are m linii (sau, echivalent, m coloane) liniar independente.

DEFINITIE 3.4.2. Dacd una sau mai multe componente ale uneo solutii de bazd sunt egale cu zero atunci
solutia se numeste solutie de bazi degenerata.

Sa consideram acum sistemul de constrangeri
(3.10)

care reprezinta restrictiile unei probleme de programare liniard in forma standard.

DEFINITIE 3.4.3. Un vector x € R™ care verificd se numeste solutie acceptabild pentru sistemul
de constrangeri . O solutie acceptabild care este si de bazd se numegte solutie acceptabila
de bazia. Dacd aceastd solulie este si nedegeneratd atunci se numeste solutie acceptabila de baza
nedegenerata.

3.5 Teorema fundammentala a programarii liniare

Considerdm problema programirii liniare in forma standard. O solutie acceptabild pentru sistemul de
constrangeri care minimizeaza functia obiectiv supusa la aceste constrangeri se numegte solutie accept-
abild optimala. Dacé, in plus, solutia este de bazd atunci se numeste solutie acceptabilda optimala
de baza.

THEOREM 3.5.1. [Teorema fundamentald a programdarii liniare] Data problema programarii liniare in forma
standard (3.4), unde A este o matrice din My, xn(R) de rang m, avem ca:

(i) Daca exista o solutie acceptabild, atunci existda o solutie acceptabild de bazd.
(i) Daca existd o solutie acceptabild optimald, atunci existd o solutie acceptabild optimald de baza.

Demonstratie. Fie Al, A% .. A" coloanele lui A si 2 = (21, 22,...,7,) € R™ o solutie acceptabild. Sa
presupunem ci p dintre cele n componente ale lui x sunt strict pozitive. Fara restrangerea generalitatii
putem considera cé acestea sunt primele p. Avem c&

(3.11) 1A+, AP = b,
Analizdm separat fiecare dintre urmitoarele doué cazuri:

1. A', A%, AP sunt liniar independenti. Avem ci p < m. Daca p = m, avem deja o solutie de bazi si
demonstratia se incheie. Daca p < m, gdsim m — p coloane intre cel n —p coloane ramase, astfel incat
sistemul rezultat de m coloane sa fie liniar independent. Dand valoarea zero celor m — p variabile
corespunzatoare noilor coloane adaugate, obtinem o solutie de baza acceptabila.

2. Al, A% .. AP sunt liniar dependenti. Rezulticd existd scalarii reali y1, ..., y, astfel ca
(3.12) P AL+ 0 A% + L+ yp AP = 0.

Fard a restrange generalitatea, putem presupune ci cel putin un scalar y; este strict pozitiv. Din
(3.11) si (3.12)) deducem ca, pentru orice € € R, avem egalitatea

(3.13) (21— ey1) A + ...+ (zp — cyp) AP = b.

Astfel, daca y = (y1,...,Yp, 0, ..., 0), avem cid x — ey este solutie a sistemului de egalitati pentru orice
¢ € R (dar care nu verifica ipoteza de pozitivitate). Cum cel putin una dintre componentele lui
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y este strict pozitivd, ludnd e convenabil, putem anula acea componentd a vectorului x — ey. Mai

precis, fie
. T
6:m1n{ : yi>0}.
Yi

Pentru acest ¢ solutia « — ey este acceptabild gi are cel mult p — 1 variabile strict pozitive.

Repetand, dacd este nevoie, acest procedeu elimindm variabile strict pozitive pana obtinem o solutie
acceptabild la care corespund coloane liniar independente. Apoi continuam ca la punctul 1.

Pentru (ii) este suficient sd ardtdm ci, dacd x* este optimal, atunci 2 = z* — ey este de asemenea
optimal. S& observam ca z° este acceptabil pentru orice e suficient de mic (pozitiv sau negativ). Pe de

alta parte, daca cly # 0, avem ci

daf =cla* —ecly < clx

pentru orice € se acelagi semn cu cly. Cum x* este optimal acest lucru nu poate avea loc si rezultd ci
c'z® = ctz. Prin urmare, 2° este optimal. O

OBSERVATIE 3.5.1. Teorema fundamentald reduce problema programari liniare la incercarea
celor CI" solutii de bazd (numarul de posibilitati de alegere a m coloane dintre cele n existente). Deci,
problema este redusa la o cautare intre un numdr finit de posibilitati. Desi realizabild practic, aceastd
abordare este foarte ineficientd.

3.6 Puncte extremale
DEFINITIE 3.6.1. O multime C C R™ este convexa dacd are loc implicalia
z,yeC = ar+(l—a)ye C Vae(0,1).

DEFINITIE 3.6.2. Fie C o multime convexd. Un element x € C este punct extremal dacd nu eristd
y,z € C diferite si o € (0,1) astfel incit v = ay + (1 — a)z.

THEOREM 3.6.1. Fie A € M, m(R) o matrice de rang m si b € R" si fie K mulfimea convezd definita
prin

K={xeR": Az =b, x > 0}.
Un element © € K este punc extremal dacd si numai dacd x este o solutie acceptabild de bazd.

Demonstratie. e Presupunem, mai intéi, cd = = (z1, ..., T, 0, ...,0) este o solutie de baza acceptabila.
Atunci,
A 4 4 2, AT =D

unde A', A% A™ sunt primele m coloane ale lui A si sunt liniar independente. S& presupunem ci
existd z,y € K, z # y, si a € (0, 1) astfel ca

r=ay+ (1 —a)z.

Cum « € (0,1) gi x > 0, obtinem c& ultimele n — m componente ale lui z si y sunt egale cu zero. In
particular, avem ca:

YA Ly AT =b s A 4+ 2, AT =)

Tinand cont ci A', A%... A™ sunt liniar independententi, rezulti ci = y = z si, prin urmare, x
este un punct extremal al lui K.
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e Reciproc, si presupunem acum cd z este un punct extremal al lui K. Mai mult, presupunem ca
primele k componente sunt toate componentele lui x nenule. Prin urmare, x = (x1, ..., 2,0, ...,0)
cux; >0,1 <<k, sl

$1A1 + ...+ xkAk =b.
Deducem ci x este o solutie de bazi acceptabila daca vectorii A', A2,...,A* sunt liniar independenti.
Presupunem, prin reducere la absurd ca nu sunt liniar independenti. Prin urmare, exista scalarii

Y1, -, Yk, DU toti nuli, astfel incat
p A+ L+ oy AR =0.

Definim vectorul y = (y1, ..., Yk, 0, ...,0). Cum x; > 0, 1 < ¢ < k, existd € # 0 astfel incat
rEtey > 0.

Deducem ci

1 1
T = §($+5y)+§(l‘—€y)

ceea ce exprimd x ca o combinatie convexd de doi vectori diferiti din K. Cum z exte un punct

extremal, acest lucru nu este posibil si am ajuns la o contradictie. Prin urmare A!, A%,... A* sunt

liniar independenti gi x este solu ctie de bazd acceptabila (desi, dacid k < m este una degenerati).
O

Teorema de mai sus permite si obtinem informatii asupra proprietatilor geometrice ale lui K.
COROLAR 3.6.1. Daca K # () atunci K are cel putin un punct extremal.

Demonstratie. Este o consecintd a Teoremei fundamentale a programarii liniare si a Teoremei [3.6.1]
O

Urmatoarele corolarii sunt, de asemenea, consecinte imediate ale Teoremei fundamentale a programarii

liniare si a Teoremei [3.6.1

COROLAR 3.6.2. Dacd problema programdrii lintare are o solutie optimald finitd atunci existd o solutie
optimald finitd care este punct extremal.

COROLAR 3.6.3. Dacd multimea convexd K a constriangerilor este mdrginitd atunci este formatd din puncte
care sunt combinafii convere ale unui numdr finit de puncte.

Vom da in continuare cateva exemple

(i) In R? consideram multimea constrangerilor 1 4+ x5 4+ x3 = 1, 21 > 0, 23 > 0, 23 > 0. Ea are trei
puncte extremale corespunzand celor trei solutii de baza acceptabile ale lui 1 + x2 + x3 = 1.

(ii) In R? consideram multimea constrangerilor z; + 29 + 23 = 1, 221 + 322 = 1, 21 > 0, 29 > 0,
x3 > 0. Ea are doud puncte extremale corespunzand la doud solutii de baza ale lui x1 +x9 + z3 = 1,
2x1 + 3x2 = 1. Sa observam c4 sistemul are trei solutii de bazd (2,-1,0), (1/2,0,1/2), (0,1/3,2/3)
dar prima nu este acceptabili.
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3.7 Metoda Simplex

Metoda Simplex consta in a porni cu o solutie de bazé acceptabild pentru multimea de restrictii aflata in
forma standard si a trece la o alta care sa facid sd descreascd functia obiectiv. Sectiunea precedenta ne-a
asigurat ci este suficient s considerdm doar solutii de bazi acceptabile. Acum vom vedea ci existd o
metodi eficientd de a alege solutiile de bazd care sa ne conduci la gisirea minimului.

Vom presupune in cele ce urmeaza ca orice solutie de baza acceptabila este nedegeneraté.

S& presupunem ca avem o solutie de baza x = (21,22, ..., Tm, 0, ..., 0) sau, echivalent,

(3.14) A+ 29 A% + .+ 2 AT =D

Dacéa dorim sa aducem vectorul A? in reprezentarea solutiei. Avem cé

(3.15) A? =y A+ yog A%+ o Y AT
Din (3.14)-(3.15)), pentru orice € > 0, avem ca
(3.16) (21 — ey1g) A + (22 — eyag) A2+ o 4 (T — EYmg) A™ + AT = b.

Pentru e suficient de mic, avem ci (21 — €y1q, T2 — €Y2q; ---s Tm — EYmg, €) €ste o solutie acceptabild, dar
care nu este neapirat de baza. S& luam

(3.17) £ = min {xi, Yig > O} :

1<i<m | Yiq
Cu aceastd alegere (care si zicem ci se realizeaza pentru indicele ig) avem ci
(3.18) (w1 —ey1g) At + ...+ (Tig—1 — €Yig—19) A+ (Tig+1— Vg +1¢) AT + oo (Tm — €Yimg) A™ +e AT = b,

si (21 — €Y1gs -or Tig—1 — EYig—1¢> Tig+1 — EYip+1q> ---» Lm — EYmg, €) €ste o solutie acceptabila de baza. Prin
acest procedeu A% a parasit baza si a intrat in locul lui A9.

Daca avem mai multi indici ¢ pentru care se obtine acelagi minim e, putem alege pe oricare dintre
vectorii A* avand acesti indici ca si iasd din baza si vom avea o solutie de bazi degeneratd. Pe de alta
parte, daca nu existd nici un y;; > 0, atunci coeficientii din au crescut cu totii §i chiar exista
solutii acceptabile cu coeficienti oricat de mari. Prin urmare, dati o solutie de bazi gi un vector A? din
afara bazei, fie am gisit o solutie de bazd acceptabild avind pe A? in bazi gi unul dintre vectorii initiali
indepértat, fie avem solutii accepabile nem#rginite.

Atagat sistemului de constrangeri

Ar=b, x>0
sa presupunem cd avem tabloul
Al A2 A3 . Am oAmtL ogmt2 0 gn b
1 0 0 0 Yim+1 ¥Yimt2 - Yn Y10
(3.19) 0 1 0 0 Yom+1 Yomt2 - Y2n Y20
0 0 1 0 Y3m+1 Y3sm+2 - Ysn Y30
0 0 0 1 Ymm+1  Ymm—+2 o Ymn  Ymo

Acest tablou poate fi rezultatul unei eliminiri gaussiene aplicatd sistemului initial si ne di o solutie cu
baza A',...,A™. Presupumen ci y;p > 0, 1 < i < m, astfel incat 1 = y10,...,Tm = Ymo formeazi o solutie
de bazi acceptabild. Dorim introducerea in bazi a vectorului A4, cu ¢ > m, si mentinerea acceptabilititii.
Pentru a determina pe care vector din baza il va inlocui A9 (si deci ce element din coloana g vom folosi



3.7. METODA SIMPLEX 95

ca pivot) folosim (3.17)): calculam rapoartele x;/yiq = yio/¥iq, 1 < @ < m, il alegem pe cel mai mic dar
pozitiv si indicele lui ne va da ce vector A iese din bazi.

Urmitorul pas este acela de a alege acel vector A? pe care si-1 introducem in bazi astfel ca noua solutie
de bazi acceptabild si producd o valoare mai micd a functiei obiectiv decat cea produsd de precedenta
solutie de baza acceptabila. pentru avedea cum facem acest lucru sd presupunem ca avem o solutie de
bazd acceptabild x = (x1, 22, ..., Tm, 0, ..., 0) si avem tabloul (3.19).

Valoarea funtiei obiectiv va fi

z=clz=chap = 2.

Aceasta a fost calculata folosind solutia de bazd = = (zp,0). Din tabloul (3.19), vedem ci putem da
valori arbitrare lui 41, ..., Tn §i

n
Ti = Yi0 — Z Yij Tj 1<i<m.
j=m+1

Folosind aceste relatii in functia obiectiv, deducem ca

(3.20) 2 =204 (Gm+1 — 2m+1)Tms1 + - + (Cn — 20)Tp,
unde
(3.21) Zj = y15€1 + ... + Ymjcm (m+1<j<n).

Relatia (3.20) ne da valoarea functiei obiectiv pentru orice solutie x a lui Az = b, in functie de
variabilele 2,11, ...,2,. Observam ca, daca c; — z; este negativ pentru un indice m +1 < j < n, atunci
crescand valoarea lui z; de la zero la un numar pozitiv micgoram valoarea lui z.

THEOREM 3.7.1. Cu tabelul de mai sus, datd o solutie (x1,...,Tm,0, ...,0) acceptabild de baza nedgenerata
pentru care valoarea obiectivului este zo, presupunem cd pentru un j € {m+1,...,n} avem cd ¢; — z; <0,
unde z; este dat de (3.21). Atunci ezistd o solutie acceptabild pentru care valoarea obiectivului este z < zg.

e Daca coloana AJ poate substitui un vector din baza originald obfindndu-se o noud solufie de bazd
acceptabild, atunci aceastd noud solufie va da o valoare a obiectivului z < zg.

e Daca A7 nu poate substitui nici un vector din baza originald cu obfinerea unei noi solufii de bazd
acceptabile, atunci multimea de solufit acceptabile este nemdarginitd iar funclia obiectiv poate lua o
valoare oricdt de micd (spre minus infinit).

Demonstratie. Fie j € {m +1,...,n} cu ¢; — z; < 0. Atunci valoarea obiectivului in solutia acceptabila

/

(care nu este de bazi deocamdata) (1, ...,27,,0, ...,x;-, 0...,0) cu x; > 0 va fi egald cu

z =20+ (¢j — zj)x; < 2.

Pentru a descreste cat mai mult obiectivul, vom dori sa ludm x; cat mai mare posibil. Avem doud
posibilitati:

(i) Dacd 2 cregte nici una dintre valorile 2} nu descresc, atunci z; poate sa tinda la infinit iar valoarea

obiectivului la minus infinit.

(ii) Daca exista 1 < i < m, astfel ca, pentru o valoare z; > 0, 2} = 0, atunci obtinem o noua solutie de
baza inlocuind vectorul ¢ cu vectorul j iar valoarea obiectivului descreste.

O
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Am vazut ca, daca c¢; — z; < 0, atunci este posibil sa descrestem valoarea obiectivului. Urmatoarea
teoremd ne spune ce se intampla dacd ¢; —2; >0, m+1<j5 <n.

THEOREM 3.7.2. (Conditie de optimalitate) Dacd pentru o solutie de bazd acceptabild (x1,...,2m,0,...,0)
avem cd

(3.22) cj—2; >0 (je{m+1,...,n}),
atunct acea solutie este optimald.

Demonstratie. Din relatia (3.20), z = 20 + (¢m+1 — Zm+1)Tmt1 + - + (Cn — 2n)Tn, s (3.22) deducem ca
orice alta solutie de baza acceptabilad va face functia obiectiv mai mare. O

Cantitatile r; := ¢; — 25, m +1 < j < n, joaca un rol deosebit i vor fi numite cost relativ.

3.8 Metaoda Simplex-Aspecte computationale

In sectiunile precedente fundamentele si tehnicile principale din metoda Simplex au fot expuse. Rolul
acestei sectiuni este de a sistematiza aceastd metodd. Etapele principale sunt urmatoarele:

(i) Gasim o solutie de bazd acceptabila [x1,...,2m,0, ...,0] iar restrictiile Az = b sunt puse in forma

canonica
Al A2 A3 L A AmEL ogmd2 o gn b
1 0 0 0  Yim+1 Yim+2 - Yin  Yl0
(3.23) 1 0 0 Yom+1  Y2m+2 - Y2n Y20 -
0 O 1 . 0 Ysm+1 Ysm+2 - Ysn Y30
0 0 0 o 1 Ymm+1  Ymm~+2 o Ymn YmoO

O astfel de solutie de baza acceptabild se poate obtine prin diferite metode:

e Prin eliminare gaussiana

e Daci restrictiile au forma Az < b, x > 0 cu b > 0, atunci variabilelor ajutatoare (“slack")
care sunt introduse sunt gi o solutie de baza acceptabila.

e Prin operatii elementare, restrictiile pot fi aduse la forma
(3.24) Ar=b, x>0cub>0.
Pentru a gisi o solutie de bazi acceptabild considerim problema de minimizare artificiala:

minimizafti Y1+ ... +Ym
(3.25)
cu restrictiile Ax+y=05b, x>0, y>0.

Daca are o solutie acceptabila atunci minimul lui este 0 obtinut pentru y = 0.
Daca nu are o solutie acceptabila atunci minimul lui este mai mare strict decat 0.
Prin urmare, problema s-a redus la a g#si minimul lui . Aceasta este insd o problemd de
optimizare deja in forma canonicd cu o solutie de bazi acceptabild y = b. Se poate deci aplica
metoda Simplex. Daca problema are minimul 0, se va gisi o solutie cu y; = 0. Aceasta poate
fi degenerata sa nu. In acest ultim caz, vom avea o solutie de bazi acceptabili in care apar ca
variabile de bazi doar variabile z;. In primul caz, va trebui inlocuit y; din bazi cu un z;.
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(i)

(i)

(iv)

(v)

Se formeaza tabloul Simplex care consta in addugarea unei ultime linii cuprinzand costurile relative
si minus costul curent.

Al A% A3 . Am Amtl o gmt2 .. A" b
10 0 .. 0 Yim+1 Yim+2 - Yin Y10
1 o 0 Yomt1 Yoms2 - Yo Y20
(3.26) 0 0 1 . 0 ¥Ysm+1 Ysm+2 - Ysn Y30 -
0 0 0 . 1 Ymmtl Ymm+2 - Ymn  Ymo
0 0 0 0 Tm+1 Tm+2 Tn —Z0

Solutia de baza acceptabila este © = (Y1m+2, -+ Ymm+2, 0, ..., 0) iar valoarea obiectivului zy.Costurile
relative r; indica daca valoarea obiectivului va creste sau nu prin introducerea lui x; in baza. Daca
toate valorile r; sunt mai mari ca zero, avem solutia optimala. Daca exista o valoare r; strict negativa,
valoarea obiectivului poate fi redusd (presupunand nedegenerarea) prin introducerea variabilei z; in
bazd. Pentru aceasta, se alege, de obicei, cea mai negativd valoare r,, iar variabila
nebazica z, va deveni de baza.

Pentru a vedea ce variabila de baza va inlocui x4, calculam cantitatile y;o/yiq pentru acei y;q > 0,
1 <4 < mgi alegem indicele p care ne da minimul. Variabila x, va iesi din baza si va fi inlocuita
de z,. Presupunand nedegenerarea, acest lucru va conduce la micgorarea valorii obiectivului. Daca
mai multi indici p dau minimul, il alegem pe oricare. Daca toti y;, sunt negativi, problema este
nemarginita.

Vom modifica intreg tabloul, folosind pivotul y,,, facAnd zerouri pe coloana ¢ sub si deasupra
pivotului (inclusiv pe ultima linie, a costurilor).

Procedeul se terminiia cind se atinge minimul sau se descoperd nemérginirea.
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Capitolul 4

Probleme de optimizare convexa

4.1 Introducere

QCRN, f: Q=R

DEFINITIE 4.1.1. z* € Q este un minim (maxim) global al functiei f daca

(4.1) f(z*) < f(x), VzeQ, (respectiv >).
Problema gasirii minimului z* al functiei f in  se scrie prescurtat astfel

(4.2) min f ().

e

DEFINITIE 4.1.2. z* € Q este un minim (maxim) local al functiei f dacd exista o vecindtate V' a lui z*
astfel ca

(4.3) f(@®) < f(z), YreVNQ, (respectiv >).

Un punct de minim sau de maxim este un punct de extrem al functiei f. Se mai folosegte terminologia
de punct de extrem relativ (in loc de local) si de punct de extrem absolut (in loc de global).

OBSERVATIE 4.1.1. O problema de mazxim se poate reduce intotdeauna la una de minim datoritd relafies:

max f(z) = min(~f(z)).

De aceea, ne vom opri doar asupra studiului problemelor de minim.
Od

Problema gasirii minimelor unei functii este o problema de optimizare. Intr-o astfel de problema apar
cateva intrebari:

e Existd un minim pentru f7
¢ Avem minim global sau local?
e Este minimul unic?

e Cum putem gasi sau aproxima minimul?

99
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4.1.1 Functii convexe

Functiile convexe au o mare importanta in problemele de optimiziri deoarece apar relativ frecvent si au o
serie de proprietati specifice care usureazd analiza problemei.

DEFINITIE 4.1.3. Fie multimea converd Q@ C RN . O functie f : Q — R se numeste convexa dacd, pentru
orice u,v € Q gi A € [0,1] avem

(4.4) fAu+ (1= XNv) < Af(u) + (1 —N) f(v).

Daci inegalitatea de mai sus este strica pentru orice A € (0,1) si u # v, atunci f se numeste strict
convexa.

THEOREM 4.1.1. Fie f: Q — R o functie convexd pe multimea convezd Q C RN . Atunci
(i) Daca Q) este deschisd atunci f este continudg in €.
(#) Orice minim local este minim global al lui f.

(iii) Daca in plus [ este strict convexd, exista cel mult un minim global.

Demonstratie:
i) Vezi [N].
ii) Fie x € Q un minim local al lui f si V' vecinétate a lui x astfel ca

flx) < f(t), YteVnQ.
Presupunem ca existd y €  astfel ca f(y) < f(z). Pentru orice A € (0,1) avem ca

fQy+ 1 =XNz) <Af(y) + (1 =) f(z) < fla).

Dar x + My —z) = Ay + (1 — M)z € Q i pentru A suficient de mic x + A(y — ) € V ceea ce conduce
la o contradictie.
iii) Fie z,y € Q doud minime ale lui f. Dacd = # y, luand A € (0,1), avem ca

fOz+ (1 =Ny) <Af(z) +(1-Nf(y) = rtréig;f(t)

ceea ce reprezinta o contradictie.

4.1.2 Functionale eliptice

Vom considera J : Q@ ¢ RY — R.

DEFINITIE 4.1.4. Functia J se numeste coerciva dacd

(4.5) lim  J(v) = oo.

[|v]|—00,0ER

DEFINITIE 4.1.5. Functia J se numegte eliptica (a-elipticd) dacd este de diferentiabila in Q gi exista
a > 0 astfel incdt

(4.6) (VJ() = VJ(w),v —w) > allv—wl||*, Yv,weQ.

Un exemplu important de funtionald elipticd este urméatorul.
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PROPRIETATE 4.1.1. Fie A € My(R) o matrice simetricd si definitd pozitiv si b € RN. Functionala
J: RN = R, definitd prin

(4.7) J(v) = %(Av,v) — (b,v),

este elipticd.

Demonstratie: Evident, J este de clasi C'(RY) si VJ(v) = Av — b. Rezulta ca

(VJv — VJw,v —w) = (Alv —w),v —w) =
_ (A(v —w),v —w) o= w|? > min (Azx, )

2 2
v—wl||* = Mllv—w
e min |0 —wl? = Ao~ ul

unde A; > 0 este cea mai mica valoare proprie a lui A.

DEFINITIE 4.1.6. Fie multimea convezd Q@ C RN. O functie f : © — R se numeste tare convexa
(a—convexd) daca exista o > 0 astfel incat, pentru orice u,v € 1,

(4.5 F(M50) £ 5 0@+ £0) - Gllu—lP

PROPRIETATE 4.1.2. Dacd f este a—convexa atunci, pentru orice X € [0,1] si u,v € Q avem ca
(49) F Ot (1= ) € M)+ (1= N F (@) = FAL = llu — ol

THEOREM 4.1.2. Fie J o functie diferentiabild definitd pe multimea convezd Q@ C RN si cu valori in R.
Urmdtoarele afirmatic sunt echivalente:
(i) J este a—converd.

(i) J verificd inegalitatea
(4.10) J(v) — J(w) > (VJ(w),v —w) + %Hv — w2, Vo,we Q.
(iii) J este a—eliptica:
(VJI(W) = VJ(w),v —w) > allv —w||?, Yo,w e Q.
Demonstratie: PLL-Propozitia 3.4.10, pag. 57.
e i) = ii)

Din ipoteza de a—convexitate avem cé, pentru orice k > 1,

1 1 1 1 o 1
J<<1—2k)w+2kv) < <1—2k> J(w)+2—kJ(v)—W (1— 2k> lJw — v]|?.

de unde rezultd ca
1 1 a 1
k 2

lim J(w+ h(v—w)) — J(w)
h—0 h
facand k — oo obtinem (4.10)).

Cum

= (VJ(w),v —w)
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o ii) = iii)
Scriem relatia (4.10) schimband locul lui v cu w si adunam la (4.10)). Se obtine imediat (4.6)).
o iii) = i)
Date u,v € Q, definim functia ¢ : [0,1] — R prin ¢(t) = J(u+t(v—u)). Functia ¢ este derivabila si

O'(t) = (VJ(u+tlv—u)),v—u).
Prin urmare, pentru ¢t > s,

Ot)— ¢ (s)=(VIJ(u+tlv—u))—VJ(u+s(v—u),v—u)) =

= (VI 0~ ) — VIt 5o — ), (w4 1o — ) (u+ s(0—w)))).

Folosind ipoteza de elipticitate a lui J obtinem c&

Ot)— ¢ (s)>at—s)||lv—ul|* Vtsec[0,1] t>s.
Integrand ultima inegalitate in ¢t € (A, 1) siin s € (0, ), obtinem ca

Ap(1) + (1= N)p(0) = (A) = AL = N)[[o —u||?

@
2
si prin urmare

AT () + (1= N)J(u) — T+ (1 — Nu) > %

A1 = N)|v —ul|%.

Am demonstrat astfel ca J este a—convexa.

e i) = ii) (poate fi omisa- este o varianta care nu foloseste a—convexitatea.)

Aplicand formula lui Taylor cu restul in forma integrala, rezultad ca

1
Tw) = Iw) + [ (T + 0 = w).v =it =

1
=J(w)+ (VJ(w),v —w) +/0 (VJ(w+t(v—w)),v—w) — (VJ(w),v —w)|dt >

1 «
J(w)+(VJ(w),v—w)+/0 atllo — wPdt = J(w) + (VI (w), 0 = w) + 5 llo — w]

si (4.10) este demonstrata.

4.1.3 Ceriterii de gisire a punctelor de minim

Vom incepe prin prezentarea a doua teoreme importante care asigura existenta minimului.

THEOREM 4.1.3. (Weierstrass) Fie U C RN o multime compacti si nevidi si J : U — R o funtionald
continud. Atunci existd u € U asifel ca

(4.11) J(w) = min J (v).
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THEOREM 4.1.4. Fie U C RN o multime inchisd si nevidd si J : U — R o functionald continud si coercivd
dacd U este nemdrginitd. Atunci existd uw € U astfel ca

(4.12) J(u) = {}Iél[f]l J(v).

Demonstratie: Dacd U marginita, atunci este compacta si aplicam Teorema Weierstrass. Daca U
nemirginitd, fie v° € U si definim

A={recU: Jx) <JW"}

A este marginita (din proprietatea de coercivitate alui J) i inchisd deoarece A = UNJ 1 ((—o0, J(v°)]).
Prin urmare, A este compacta gi J igi atinge minimul in A. Fie

J(u) = E}ngigl J(v).

Cum, pentru orice v € U \ A4,
J(w) > J(0°) > J(u)

rezultid cid de fapt u este minimul lui J in U.

Urmatorul rezultat este foarte important deoarece reduce problema gasirii minimului la determinarea
punctelor critice.

THEOREM 4.1.5. Fie U C RN o multime deschisd si f : U — R o functie continud pe U si derivabild in
u*. Dacd u* este un minim local atunci V f(u*) = 0 (minimele sunt intre punctele critice).

OBSERVATIE 4.1.2. Conditia U deschis este esentiald in Teorema (de exemplu, functia f(x) = x pe
[0,1]). O

Pentru multimi convexe, avem un rezultat care generalizeaza observatia elementara potrivit careia daca
u € [a,b] este punct de minim al functiei derivabile f in [a,b] C R atunci

f(lu)y>0 dacau=a
f'(u)=0 dacaue(ab) & f(u)(z—u)>0 V& la,b.
f(u)<0 dacau=0»b

Mai mult, daci f este convexi, ultima inegalitate este o conditie suficientd pentru minim.

THEOREM 4.1.6. Fie U C RY este o multime nevidd si convexd. Daci v € U este un punct in care f este
derivabild st

(4.13) min f(v) = f(u)

velU

atunci avem ca
(4.14) (Vf(u),(v—u)) >0, VoeU.

Reciproc, dacd u € U verificd st f este convexd atunci u este punct de minim global pentru f in
U.
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OBSERVATIE 4.1.3. Dacd U este deschisd atunci
(Vf(u),(v—u)) >0, Yoe U« Vf(u) =0.

Intr-adevar, cum U este deschisd, existi o bilda B(u,7) C U. Pentru orice w € RN \ {0}, avem cd
v=u+ %ﬁ € B(u,r). Prin urmare, pentru orice w € RY,

2| Jw]]
.

(Vf(u),w) =

(Vf(u),v—u) =0

st deci Vf(u)=0. DO

Avem urmitoarele proprietiti importante ale unei functii eliptice.

THEOREM 4.1.7. Dacd U C RN este nevidd, inchisa si convexd iar J este elipticd atunci existd un unic
u € U astfel ca

(4.15) J(u) = {)Iél[f]l J(v).

In plus elementul u este caracterizat de inegalitatea
(4.16) (VJ(u),v—u) >0, Yvel.
Demonstratie: Luand w = 0 in (4.10)), rezulta ca
o e
J(v) = J(0) + (VJ(0),v) + S lol* > 7(0) = VIO [[o] + 5 [l

de unde rezulta coercivitatea lui J.

Pentru a demonstra strict convexitatea fie v',v2 € Q si A € (0,1). Folosind (4.10) cu v = v! si
w = vl + A(v? — v!) rezulta ca

J(wh) > J(w' + A0? —oh)) + (VI (0! + A(0? — o), A(v* —oh)).
Folosind din nou (4.10) cu v = v? i w = v + A\(v? — v1) rezultd ci
J(0?) > J(' + A0? —o1) + (VI + A0? = o), (1 = V) (* —ob)).
Prin insumare obtinem ca
A (v%) + (1= N J () > J((1 = Mot + 2?)

si J este strict convexa.
Existenta minimului rezultd din teorema deorece J este coercivda pe U. Unicitatea decurge din
ipoteza de strict convexitate. De asemenea, caracterizarea minimului este cea intalnita deja in Teorema

(demonstratie?).

O situatie frecvent intalniti este urmitoarea:
f:QcRY SR, 0i:QCRY SR, 1<i<m
U={zxecQ: pi(x)=0, 1<i<m},
problema de minimizare corespunzatoare fiind

4.17 min f(x).

(417) min f(z)
Cum U nu este o multime deschisd (de fapt este inchisd dacd ¢; sunt continue), nu putem folosi

Teorema pentru determinarea minimului. U nu este nici convexa si nu putem aplica Teorema 4.1.6

In locul lor se foloseste urmatorul rezultat.
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THEOREM 4.1.8. Fie Q C RY deschisd, p; : @ — R, 1 < i < m functii de clasa C*(Q) si f : Q@ — R
o functlie continud pe Q0 si deriwvabild in o* € U. Presupunem cd derivatele (Vi(x*))1<i<m sunt liniar
independente. Dacd x* este un minim al lui f in U atunci exista m numere (\;)i<i<m definite in mod
unic astfel incdt

(4.18) Vi®)+MVer(z®) + ... + AV (™) =0

OBSERVATIE 4.1.4. Numerele (\;)1<i<m de mai sus poartd numele de multiplicatori ai lui Lagrange asociati
extremului x*.
O

Cu titlu informativ, mentionim urmatorul rezultat care generalizeazi teorema [4.1.8]

THEOREM 4.1.9. (Kuhn-Tucker) Fie Q C RN deschisd si f : Q — R o functie continud pe Q si derivabild
in x*. Fie functiile g; : Q@ - R si hj : Q = R de clasa C1(Q), 1 <i<I,1<j<J.
Dorim sd rezolvam problema cu legaturi (restrictii), I de inegalitate i J de egalitate,

(4.19) min  f(z).
e
gi(z) <0

Presupunem cd mulftmea de vector:
{Vhi(z¥),...., Vhy(z*)} U{Vgi(z¥) : gi(z*) =0}

este liniar independentd.
Dacd x* este un minim local al lui f in atunci eristd numerele reale p1; € Ry si \j € R astfel
incdt

I J
(4.20) V@) + Y wiVgi(a®) + > A Vhi(a*) =0
i=1 j=1
pentru orice i € {1,2,...,1} cu p;gi(z*) = 0.

4.2 Metode de minimizare a unei functii de o variabila reala

Metoda pe care o vom expune in cele ce urmeaza aproximeazi minimul unei functii reale de o variabild
care este convexi. Fa este o metodd de comparare care determina un gir de intervale incluse unul
in celalalt gi care contin un punct de minim. Aceastd constructie se bazeazd pe compararea valorilor
functiei in puncte succesive (vezi [I|, p 147). Metoda are avantajul ci nu necesita derivata functiei dar si
dezavantajul unei convergente lente.

LemMa 4.2.1. Fie I C R un interval deschis si f: 1 — R o functie convexd. Dacd x1 < xo < x3 sunt trei
puncte din I gi f(x1) > f(z2) < f(x3), atunci f are cel putin un punct minim global care se gaseste in
(w1, 73).

Demonstratie: Sa observam mai intai ca f, fiind o functie convexi, este continud pe I. De asemenea, si
mai reamintim c&, pentru functii convexe, punctul de minim local este automat gi punct de minim global
(pentru ambele afirmatii, vezi Teorema [4.1.1]). Pe intervalul compact [z1, 23] functia f fiind continud, are
un punct de minim x*. Prin urmare,

(4.21) f@) < fl@) (@€ [z, z3)).
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Daca x* € (x1,23), atunci din (4.21) deducem ca z* este un punct de minim local pentru f. Cum f este
convexd, el este si punct de minim global si demonstratia se incheie. Daca z* € {x1, z3}, folosind ipoteza

f(z1) > f(x2) < f(xs) si (4.21), deducem ca f(z*) = f(z2). Rezultd ca zo € (21, x3) este punct de minim
local gi prin urmare punct de minim global al lui f.

OBSERVATIE 4.2.1. Dacid 1 < 2 si f(x1) = f(z2), atunci f are un punct de minim global in (r1,x2).
Demonstratia este ca mai sus, observand cd, daca x* € {x1,z2}, atunci orice punct din intervalul [xy, z2]
este punct de minim al lui f.

LEMA 4.2.2. Fie I C R un interval deschis si f : I — R o functie converd. Dacd f nu este strict monotond
atunci exista x* € I astfel incdt f este descrescatoare pe (—oo,x*) NI si crescatoare pe (x*,00) N1 (prin
urmare are un minim global in x*).

Demonstratie: Daca f nu este strict monotond exista x1 < x2 < 3 sunt astfel incat f(x2) < f(x1) si
f(z3) > f(z2). Din Lema deducem existenta unui minim global z* € (z1,z3) al lui f pe I. Pentru
orice t1 < to < x* avem ci

ft2) = FAt + (1= X)a™) S Af(t) + (1= A)f(2") < Af(0) + (1= A f () = f(t).
Pentru orice * < t1 < to avem ci
ft) = FAz + (1= X)a™) S Af(t2) + (1 = A)f(2") < Af(f2) + (1 = A)f(t2) = f(t2).
Deci f este crescitoare pe (z*,00) N I si descrescitoare pe (—oo,x*) N 1.
u

OBSERVATIE 4.2.2. Fie f : I — R o functie convexd care are un minim global unic in x*. Atunci nu putem
avea x* < x1 < x9 cu f(x1) > f(x2). Intr-adevdr, din convexitate

flz1) = fAa™ + (1 = Nz2) < Af(2") + (1= A)f(22) < flz2).

FEgalitatea f(z1) = f(z2) nu poate avea loc peniru cd ar rezulta ca toale punctele din [x1,x2] sunt puncte
de minim, ceea ce ar contrazice unicitatea lui x*.
De asemenea, nu putem avea o < r1 < x* cu f(x1) > f(x2). Intr-adevar, din converitate

f(@1) = fO" 4+ (1= A)z2) S Af(27) + (1 = A) f(z2) < (o).

Din nowu, egalitatea f(x1) = f(x2) nu poate avea loc pentru cd ar contrazice unicitatea lui x™*.
Prin wrmare, dacd f are un minim global unic in x*, atunci in mod necesar f este strict descrescdatoare
pe (—oo,x™) N1 gi strict crescatoare pe (x*,00) N 1.

Pe baza acestor observatii putem considera urmatorul algoritm
Algoritmul injumaiatatirii:

1. Sedaue>0,r >0, f

2. Seiaxzgel,i=1,z1=r.

3. Daca f(xo) > f(z1) atunci

3.1. Cat timp f(x;) < f(xi—1)
3.1.1. Ti4+1 = X4 +r
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3.1.2. i=i+1
4. Daca f(xo) < f(z1) atunci

4.1. Cat timp f(z;) > f(wi-1)
4.1.1. Ti41 =Xy — T
4.1.2. i=i+1

5. Daca i > 1 atunci ag = x;_9, by = x;, cg = x;_1.

Dacd ¢ = 1 (nu am precut prin 3. si 4.) atunci ag = x;—1, bg = x4, co = xl%w

De aici am iegit cu un interval [ag, by] cu proprietatea ca f(ap) > f(co) < f(bo).

6. j=1
7. l() = bg — ap
8. Cat timp [;_1 > €
8.1. v = (CL]’ +Cj)/2, wj; = (Cj + bj)/2
8.2. Daca f(vj) < f(cj) se pune a1 = aj, bjr1 = ¢j, ¢j41 = vj
Daca f(wj) < f(cj) se pune aji1 = ¢j, bjy1 = bj, ¢jp1 = w;
In caz contrar se pune a1 = vj, bji1 = wj, ¢ji1 = ¢;
8.3. lj = bj — aj
8.4. j=j+1

9. Afigeaza aproximatia c¢; a minimului.
THEOREM 4.2.1. Fie I C R un interval deschis si f : I — R o funclie convexd care are un punct de

minim global unic x* € I. Algoritmul injumdtatirii furnizeaza un sir de intervale (aj,b;) de lungime
l; = %(bo —agp), 7 > 0, care contin fiecare pe x*. Prin urmare avem ca

. 1 .
(4.22) 2% = ¢jl < 5rg (b0 —a0) (2 0).

Demonstratie: In urma pasilor 1-4 gisim un interval (ag,bp) care contine minimul global al lui f.
Intr-adevir,

e Daci f(zo) > f(x1), atunci * > xq si va exista un ¢ finit astfel ca
Tici=x0+ (@ —1)xr<az*<zg+i*xr=uz.
Observatia arata ca, obligatoriu, f(x;—1) < f(zi) < f(zit1). Prin urmare avem ca

f(@o) > f(z1) > ... > flziz1) > f) < f(2ig1).

Din Lema rezulta cd f are un minim global in (2;_1, x;41). Sirul (x;)i>0 este dat de z; = zo+7r*i
si este crescétor.
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e Daca f(zo) < f(z1), atunci z* < z; si va exista un ¢ finit astfel ca
ii=x1+ @ =) xr>z">x1+ix(—r)=uz.
Observatia aratd cd, obligatoriu, f(z;) < f(zi4+1). Prin urmare avem ci

f(@1) > f(x2) > ... > f(wim1) > f(zi) < f(zit).

Din Lema rezulta ca f are un minim global in (z;41,z;—1). Spre deosebire de punctul precedent,
aici girul (z;);>1 este dat de x; = x1 — r x i, deci este descrescitor.

e Dacid f(zo) = f(x1), minimul apartine lui (zg,x1) = (ap, bp) (Observatia |4.2.1]).

Am demonstrat ci, la sfargitul pasului 5 avem un interval (ag, by) care contine un minim global z* i
se verificd inegalitatea

f(ao) > f(co) < f(bo),

unde ¢g = @.

ap+co

Fie acum vg = #5 §iw0:@.

Tinand con de inegalitatea

> < %(f(ao) + f(co)) < f(ao),

daca f(vo) < f(co), din Lema rezultd cd avem punctul de minim global in (ag, vo).
Tinand con de inegalitatea

< 5 (Feo) + F(bo) < f(0),
daca f(wg) < f(cp), din Lema rezultd cd avem punctul de minim global in (¢, bo).

Daca f(vo) > f(co) < f(wo), folosind din nou Lema [£.2.1] rezultd ca avem punctul de minim global
in (vg, wo).

In orice caz am fi, am gasit un nou interval [a1, b;] de lungime bogao in care avem punctul de minim
global. Rationamentul se continua apoi prin inductie.

4.3 Metode pentru problemele fara legaturi

Criterii de existentd si caracterizare a minimelor au fost prezentate la inceputul acestui capitol. Vom
incepe acum si introducem principalele metode de aproximare a minimelor.

Vom presupune in aceastd sectiune ci J : RN — R este o functionali eliptici si prin urmare problema
de minimizare

(4.23) min J(z)

zERN

are o solutie unica z* € RV,
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4.3.1 Metode de coborare

Metodele de coborare au la bazd urmatoarea strategie pentru aproximarea lui x*:
e Se alege 2 € Q
e Se construieste recursiv sirul (z*¥) k>0
(4.24) =gk pmdt, k>0
unde 7, € R se numeste pas de coborare iar d* € RY directie de coborare.

Pasul de coborére se poate lua constant sau se poate optimiza la fiecare iteratie k. In primul caz avem
de aface cu o0 metodi de pas fix iar in cel de-al doilea caz cu o metodi de pas optimal.
4.3.2 Determinarea pasului optimal pentru o directie d

Pasul optimal este acea valoare r* cu proprietatea ca

(4.25) J(x 4+ r*d) = min J(x + rd).

reR

Daca J este coercivi gi strict convexd in €2, este asiguratd existenta si unicitatea lui r*. Cum avem o
problemad de minimizare pe dreapta reald, minimul va fi un punct critic.

(4.26) 0=D,J(z+r"d) = (VJ(x+r"d),d).

Ecuatia (4.26]) poate si determine formula explicita a lui 7*. S& vedem, de exemplu, care este formula
lui 7* in cazul particular

1
J(z) = i(A.%',CL') — (b, x).
Cum in acest caz VJ(z) = Az — b, din (4.26) rezulta cd (A(x + r*d) — b,d) = 0 gi prin urmare

«  (Az—0b,d) (VJ(z),d)
(4.27) TS Add)  (Add)

In cazul unei functii J mai generale, pentru gasirea lui r* se poate folosi metoda de minimizare a
functiilor de o variabild reald expusa in Sectiunea [4.2

Alegerea, directiei de coborére poate fi ficutd in mai multe feluri, in functie de acesta avand o metod&
sau alta.

4.3.3 Metoda gradientului

Aceasta este o metodd de coborare in care
(4.28) d" = -vJzF), k>0

THEOREM 4.3.1. (Metoda gradientului cu pas optimal) Fie J : RN — R o functie elipticd, adicd o functie
de clasa CI(RN) st cu proprietatea cd existd o > 0 astfel tncdt:

(4.29) (VJ(v) = VJ(w),v —w) > allv —w|?, Yo,w € Q.

Atunci sirul dat de cu pas optimal st directia converge la x*, punctul in care J igi

atinge valoarea minimd.
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Demonstratie: Daca VJ(z¥) = 0 am gisit minumul care este chiar z¥. Putem presupune ca V.J(z*) # 0
pentru orice k > 0. Functia
@1 — o) =JF —rvJh))

este coercitivd, continud si strict convexd, prin urmare are un singur minim r cu ¢'(rx) = 0. Rezulta ca
0= (rp) = ~(VJ(a* = VI ("), VI (")

§i prin urmare

(4.30) (VJ ("), VI(®) =0

ceea ce demonstraza ca doua directii consecutive sunt ortogonale.
De asemenea, din 2**! = zF — 1, VJ(2¥) deducem ca

(VJ(xk+1)’xk+l _ xk) -0

si prin urmare din (4.10]) rezultd ci

(07

5 ka—i—l o kaZ < J(.’L’k+1) - J(l‘k)

(4.31)

Cum sirul (J(x%));, este descrescator prin constructie si minorat de J(u) decucem ci

lim [J (1) — J(2F)] =0

k—o0

$i prin urmare
(4.32) lim |[z*+ — 2%|| = 0.
k—o0

Cum J este coercivi iar sirul (J(2")); este descrescitor rezultd ca (2); este marginit. Derivata V.J
fiind continud este uniform continua pe compacte si din (4.32)) rezulta ca
(4.33) Jim [V J(zF 1) — V(b)) = o.

— 00
Dar
IVI@M)[? = (7 ("), VI (@) = (VI (%), VI (@) = VI () < [ @IV ") = VI

§i prin urmare

(4.34) lim VJ(2%) = 0.

k—o0

Acum putem demonstra convergenta. Folosind ipoteza de elipticitate a lui J gi VJ(u) = 0 se obtine

alla® — ull? < (VI(a*) = VI (u), 2% - u) = (VI(*), 2% — w) < |[VIH)]|]2* ]

§i prin urmare
1
(4.35) [la® — | < aIIVJ(mk’)II-

Concluzia rezulta din (4.34).
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OBSERVATIE 4.3.1. Inegalitatea oferd un criteriu de oprire a iteratiilor: dat € > 0, calculam iteratii
z* pand cand ||VJ(2¥)|| < e.
O

Urmatorul caz particular este foarte important:
1
(4.36) J(v) = i(Av,v) — (b,v)
unde A este o matrice simetrica definitd pozitiv.

Amintim c4, in acest caz, J este eliptica pe RV, cu a = Ay = min{\ : A\ € o(4)}.
In acest caz particular o iteratie a metodei gradientului cu pas optimal se calculeaza astfel:

o g =Axk b

s
" (Agk,gb)
o 2kl — gk gk

Urmatorul rezultat arati convergenta metodei gradientului cu pas fix sau variabil in anumite ipoteze
suplimentare.

THEOREM 4.3.2. Fie J: RN — R o functie derivabild cu proprietdtile:
(i) o > 0 astfel ca (VJ(v) — VJ(w),v —w) > a|lv —wl||? pentru orice v,w € RY
(i) 3IM > 0 astfel ca ||VJ(v) — VJ(w)|| < M||v — w|| pentru orice v,w € RV,
Daca exista doud numere a gi b astfel ca

2a

atunci sirul dat de metoda gradientului -(4-28) cu pasii variabili r), converge la minimul unic =* al
lui J i exista o constantd B = B(a, M,a,b) < 1 astfel ca

(4.38) la* — 2| < B¥|2° — 27
Demonstratie: Folosind faptul cd V.J(z*) = 0 avem ca
Pt =kt (VI (2F) — V(7))
$l prin urmare
[+t — 2 ))2 = ||2% — 2*))? + (rp) 2 |V I (2F) = VI (2)||? = 2ri (VI (2F) — VI (2*), 28 — 2*) <
< (14 M?(r)? = 2ary)|Ja* — 2*|,

2a

Trinomul 7(r) = 1 — 2ar 4+ M?r? are pe intervalul (0, 5% ) valori strict mai mici ca 1 si

7(r)=1-2ar + M?r? < max{7(a),7(b)} := B2 <1, Vre (a,b).

OBSERVATIE 4.3.2. Dacd J este de doud ori derivabild conditia (i1) este verificatd dacd

(4.39) sup ||[V2J(v)|| < M.

veRN
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OBSERVATIE 4.3.3. In cazul conditiile (i) si (i1) sunt verificate: o = A\ i
V2I(0) = 5A = sup [V2T@)] = [J4]l £ p(A) = A 5= M.
Prin urmare, metoda gradientului converge pentru orice pasi r, care verificd
agrkgi—/;l, vk > 0.

N

Sd observam cd pasul optimal nu verificd restriclia:

B |V J (2F)] |2 11 21
kT AV (@), VI(ah) © (AJVA) e ( AN>

Sd mai notdm cd, de fapt se poate demonstra convergenta pentru orice Ay < 1 < %

OBSERVATIE 4.3.4. Metoda gradientului este un caz particular al metoder Newton modificatd pentru gdsirea
zerourilor lui VJ,
e =k — (V2 ()T VI (),

in care (V2J(2%))~! se inlocuie prin matrice mai simpld ri.I, cu pasii v constanti, variabili sau optimali.
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4.3.4 Metoda gradientului conjugat

In acest caz vom considera functionala J : RV — R de forma particular,
1
(4.40) J(z) = E(A:v,:):) — (b, )

unde A € My (R) este o matrice simetrica si definita pozitiv iar b € RY este un vector.
Se stie din Propozitia ca in acest caz J este elipticd si are un unic minimizator u € RV,

(4.41) J(u) = min J(z).

zERN

In plus, u este unicul element cu proprietatea ca V.J(u) = 0.

Pentru aproxiarea lui v cu metoda gradientului conjugat, alegem z° € RY si definim
(4.42) gl =gb b k>0
unde directia de coborare p* se aleg astfel incat

(4.43) J(@M) = J(a* + pF) = mgl J(z* + ) k>0
relGy
unde G = Span{VJ(z%), VJ(z'), ..., V.J(z*)}.

Mai inti sa stabilim existenta si unicitatea lui p*, precum si o caracterizare a lui.

LEMA 4.3.1. Fie 2° € RN, Pentru fiecare k > 0, existd un unic vector p* € Gy, cu proprietatea ci

(4.44) M = 2P 4 pF s J(2Y) = min J (28 + 2)
zeGy

unde Gy = Span{V.J(z°), VJ(z), ...,V J(z¥)}. In plus, au loc relatiile
(4.45) (VI@" +pb),vI@)) =0, 0<j<h

Demonstratie: Consideram aplicatia z € RY — J(zF + ) € R care este eliptici. Spatiul G} este o
multime inchisd, convexi si nevidd. Conform Teoremei |4.1.7) existd un unic p* € G}, care verifica (4.44)).
In plus, se verifica

(VJ(mk—I—pk),v—pk) >0, Yv € Gy,
ceea ce, tindnd cont cd Gy este un spatiu liniar, implica
(4.46) <VJ(:L‘k + pM), v) =0, Vv € G,

Demonstratia lemei este completa.

OBSERVATIE 4.3.5. Conforma lui , pentru fiecare k > 1, avem cd
(4.47) 2 e 20+ Gj_y.
Cum G C Gy_1, rezultd cd

4.48 J(@*) = min J(2* = min J(z°
(4.48) (a777) = min J(z" + z) = min J(2" + z)

si sirul (J(2%))1>0 este descrescdtor.
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OBSERVATIE 4.3.6. Dacd 2", k > 0, este dat de (4.44) atunci existd k € {0,1,...,N — 1} astfel incdt

k- este minimizatorul lui J in RY. Intr-adevir, dacd VJ(:Bk) =0 pentru un k < N — 1, atunci =¥ este
minimizatorul unic al functiei (strict) convere J in RN . Daci VJ(z*) # 0 pentru orice 0 < k < N — 1,
atuncs

(4.49) J@™N) = J@N T+ pN ) = min J@VT +2).

zeGN_1

Din relatuile obtinem cd Gn_1 este un subspatiu de dimensiune N al lui RN, de unde deducem ca
Gyn_1 = RN. Din obtinem cd xN este minimizatorul unic al lui J in RN . Prin urmare, metoda
gradientulut conjugat converge tn cel mult N iterati.

OBSERVATIE 4.3.7. Dacd VJ(z7) # 0 pentru 0 < j < k, atunci (pk,VJ(:Ek)) # 0. Intr-adevar, dacd
(pk,VJ(:Uk)) =0, atunci p* € G_1. Cum

J(@*) = min J(2° + 2) = J(2" +p*) = min J(2° +2) = J(z")
r€Gy 2€Gk—1

rezultd cd 2! = 2 si din deducem VJ(z*) = 0 ceea ce reprezintd o contradictie.

Urmatorea proprietate este cea care caracterizeazd metoda gradientului conjugat si i dd gi numele.

LEMA 4.3.2. Presupunem cd VJ(27) # 0 pentru 0 < j < k. Atunci, pentru orice 0 < I,m < k, | # m,
avem cd

(4.50) (Apt, p™) = 0.
Demonstratie: Fara a restrange generalitatea, putem presupune ca l < m. Avem ci
(4, p™) = (o, Ap™) = (P, Al™ —a™)) = (', VI @) = VI ™).
Cum [ < m si p' € Gy, folosind relatiile 1- deducem ci
(pl,VJ(me)) = (pl,VJ(xm)) =0
si demonstatia se incheie.

OBSERVATIE 4.3.8. Relatiile (4.50) reprezintd o ortogonalitate a directiilor de cobordre in raport cu produsul
scalar (A-, ). Se obisnuieste sa se spund cd directiile de cobordre sunt “conjugate”. De aici provine i
numele metodei.

Vom determina acum directiile pF. Avem ci
k
pr= erv,](a:j).
§=0
Folosind (4.50)), pentru orice [ < k,

():(pk,Apl):ir;-C (VJ (z7), ) =

k
v (VJ (%) VJ(le)—VJ(ml))
7=0 7=0
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de unde ¢ l+1)|’2
VJ(x
k l k l k k
T [ VI (@ O =P IIVI(@)])? =0= 1) = TZHW.
Prin urmare,
p_ klVI@E)])? ,
) S — 4 <j<k
(4.51) T rk||VJ(x3)H2 0<j<
de unde obtinem ca
b e IVIEHIP
— NVIAE T 7y,
(4.52) o=k ]Zg ||VJ($].)H2VJ(x )
Sa notam -
— |[VJ(")[]?
d* = —VJ(zF) - ! LoV T ()
2 (VTP
si sa observam ca
VI@)|P -
4.53 & = —v(k) 4 IVTEOIE e
(433) eI P
Pentru completa determinare a lui pF = —r,’jdk mai raméane de calculat 7“,’:.

Din relatia (VJ(zF*1), VJ(2%)) = 0 rezulta ca
0= (Axk“ —b, VJ(xk)) - (Aa;k — b+ ApF, VJ(a:k)> - (VJ(a:k) — vk Ad", VJ(xk)) -

V()|

_ Ry _ ok Agk
(W (@) = redd G T 2

" - d’f) = (vI@h) — rfAd", ~d*)

de unde rezulta ca
rk (Ad’“,dk) - (VJ(:zk),dk)
§i prin urmare

(VJ(z"),d")

k _
(4.54) T = (AdF dF)

Avem urmétorul algoritm (gradient conjugat):

1. Se alege z°

2. ¢"=A20 -0

3. dY = —go
(9°,d%)
4 rg= 22—
0T (A, &)

5. ! =29 — rpd
6. Pentru k =1,2,..N

6.1. g8 = AzF —b
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k .k
6.2. d* = —gF + 7(g;ffljzk)_1)dk_1
(g5, db)
6.3. T = (AdF, dF)

6.4. 2Pt =gk — rpdF

OBSERVATIE 4.3.9. Cele mai multe operatis in metoda gradientului conjugat se realizeazd la calculul pro-
duselor Ax* si Ad¥, unde sunt necesare N2 inmultiri si N> adundri. Prin urmare s-ar parea c¢d numdrul
total de operatii va fi de ordin 2N3. De fapt, in practicd, se realizeazd mult mai putine operatii deoarece

e Matricea A este rard (cu foarte multe elemente zero) prin urmare produsele i sumele sunt mult mai
pulin numeroase.

o Nu se realizeazd niciodatd N iteratii. Algoritmul se poate opri, cu un rezultat foarte bun, mult mai
repede.
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